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Вступительное слово    11

ления и  на понимание путей решения сложных аналитических задач. Лишь 
немногие люди подошли бы для написания такой книги лучше, чем один из 
основных разработчиков системы PyMC3 Освальдо Мартин (Osvaldo Martin). 
Освальдо обладает редким талантом  подробного постепенного объяснения 
сложных тем, упрощая их понимание. Его глубокое знание и понимание этих 
тем, основанное на солидном практическом опыте, позволяет вести читателя 
по наиболее эффективному пути освоения этой области, которая иначе могла 
бы показаться недоступной. Наглядные иллюстрации и схемы, примеры про-
граммного кода делают эту книгу в высшей степени полезным практическим 
ресурсом, с помощью которого вы сможете в полной мере овладеть всеми не-
обходимыми теоретическими основами.

Читатели, которые приобрели данную книгу, сделали правильный выбор. 
Это не простой и не быстрый путь. В наше время, когда широко рекламируется 
глубокое обучение, как методика решения всех текущих и будущих аналити-
ческих задач, более осмотрительный и взвешенный подход к созданию специ-
ализированных моделей для конкретной цели, возможно, не выглядит столь 
привлекательным. Но вы сможете решать задачи, которые трудно решаются 
любыми другими способами.

Это не говорит о том, что глубокое обучение не является весьма перспек-
тивной методикой. В действительности само по себе вероятностное програм-
мирование не ограничено классическими статистическими моделями. Изучая 
современную литературу по машинному обучению, вы наверняка обнаружи-
те, что байесовская статистика определяется как мощный инструментальный 
комплекс для формирования и исследования следующего поколения глубоких 
нейронных сетей. Таким образом, эта книга вооружит читателя не только зна-
ниями и навыками решения трудных аналитических задач, но также позволит 
создать более широкомасштабную основу для одного из самых великих дости-
жений человечества: разработки искусственного интеллекта. Желаю успеха.

Томас Виецки (Thomas Wiecki),  
д-р философии (PhD),

руководитель отдела исследований  
в компании Quantopian (Бостон, США)



Об авторе

Освальдо Мартин (Osvaldo Martin)  – ученый-исследователь агентства The 
National Scientific and Technical Research Council (CONICET) (Аргентина), зани-
мающийся разработками в области структурной биоинформатики протеина, 
полисахаридов и молекул РНК. Обладает большим опытом использования це-
пей Маркова с применением метода Монте-Карло для имитации молекуляр-
ных систем, предпочитает пользоваться языком программирования Python 
для решения задач анализа данных.

Освальдо являлся преподавателем курсов по структурной биоинформатике, 
науке о данных и байесовскому анализу данных. Также возглавлял организа-
ционный комитет PyData в Сан-Луисе (Аргентина) в 2017 году. Освальдо – один 
из основных разработчиков программных систем PyMC3 и ArviZ.

«Я благодарен Ромине за ее постоянную поддержку. Также хочу поблаго-
дарить Уолтера Лападула (Walter Lapadula), Билла Энгелса (Bill Engels), 
Эрика Х Ма (Eric J Ma) и Остина Рошфора (Austin Rochford) за бесценные 
замечания, поправки, комментарии и предложения к черновому варианту 
книги. Особая благодарность основным разработчикам и всем участни-
кам проектов PyMC3 и ArviZ. Создание этой книги стало возможным бла-
годаря поддержке, позитивному отношению и упорному труду, который 
все они вложили и вкладывают в эти библиотеки, а также в формирова-
ние великолепного сообщества пользователей».



О рецензентах

Эрик Х Ма (Eric J Ma) – ученый в области обработки данных в институте био-
медицинских исследований корпорации Novartis. Занимается исследованиями 
биомедицинских данных с применением в основном байесовских статистиче-
ских методов с целью улучшения качества медицинского обслуживания паци-
ентов. До работы в корпорации Novartis был действительным членом научного 
общества Insight Health Data летом 2017 года, защитил докторскую диссерта-
цию весной 2017 года.

Кроме того, Эрик является разработчиком ПО с  открытым исходным ко-
дом, ранее возглавлял разработку nxviz, пакета визуализации для NetworkX, 
и pujanitor, открытого API для очистки данных на языке Python. Также участ
вовал в разработке ряда инструментальных средств с открытым исходным ко-
дом, включая PyMC3, Matplotlib, bokeh и CuPy.

Основной жизненный принцип (девиз) Эрика можно найти в Евангелии от 
Луки 12:48.

Остин Рошфор (Austin Rochford) – главный научный сотрудник в Monetate 
Labs, где он занимается разработкой продуктов, позволяющих розничным про-
давцам персонализировать свой рынок с учетом миллиардов событий, проис-
ходящих ежегодно. По образованию Остин математик, являющийся активным 
пропагандистом байесовских методов.



Предисловие

Методы байесовской статистики разрабатываются уже более 250 лет. Не толь-
ко признание и одобрение, но не меньшее пренебрежение и даже неприятие 
постоянно сопровождали эту ветвь математики. На протяжении нескольких 
последних десятилетий байесовская статистика стала привлекать все большее 
внимание специалистов, занимающихся статистикой, и почти всех других уче-
ных, инженеров и даже людей, не принадлежащих к  миру науки. Подобный 
рост интереса стал возможным благодаря теоретическим и вычислительным 
разработкам, выполненным в основном во второй половине XX века. Разуме-
ется, современная байесовская статистика является главным образом вычис-
лительной статистикой. Необходимость в создании гибких и прозрачных мо-
делей и более глубокая и подробная интерпретация статистических моделей 
и методов анализа также внесли свой вклад в тенденцию роста.

В предлагаемой книге применяется прагматический подход к  изучению 
байесовской статистики, здесь не уделяется слишком много внимания другим 
статистическим парадигмам и  их взаимосвязям с  байесовской статистикой. 
Главная цель книги – научить практическому выполнению байесовского ана-
лиза данных. Философские теоретические дискуссии интересны, но на стра-
ницах этой книги вы их не обнаружите, попробуйте поискать в других, более 
подходящих местах.

В книге излагается методический подход моделирования в статистике, она 
поможет научиться мыслить в терминах вероятностных моделей и применять 
теорему Байеса для вывода логических следствий из используемых моделей 
и данных. Такой подход также является вычислительным, модели кодируются 
с использованием PyMC3, библиотеки поддержки байесовской статистики, ко-
торая скрывает от конечного пользователя большинство математических по
дробностей и вспомогательных вычислений, и ArviZ, пакета языка Python для 
исследовательского анализа байесовских моделей.

Байесовские методы с теоретической точки зрения основаны на теории ве-
роятностей, поэтому неудивительно, что многие книги по байесовской статис
тике содержат множество математических формул, требующих определен-
ного уровня математической подготовки. Изучение математических основ 
статистики может оказать немалую помощь при создании более качественных 
моделей и  улучшить интуитивное понимание задач, моделей и  результатов. 
Тем не менее такие библиотеки, как PyMC3, позволяют изучать и применять 
методы байесовской статистики даже при скромном объеме математических 
знаний, в чем вы сможете убедиться сами, читая эту книгу.
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Для кого предназначена эта книга
Если вы студент, специалист по обработке данных, исследователь в  области 
естественных или общественных наук или разработчик, начинающий изучать 
байесовский анализ данных и вероятностное программирование, то эта кни-
га предназначена для вас. Книга представляет собой введение в байесовский 
анализ, поэтому не требует предварительных знаний в  области статистики, 
хотя некоторый практический опыт использования языка Python и библиоте-
ки NumPy был бы полезен.

Краткое содержание книги
В главе 1 «Вероятностное мышление» рассматриваются основные концепции 
байесовской статистики и ее практическое применение для анализа данных. 
Здесь содержится большинство базовых понятий и  положений, которые ис-
пользуются в следующих главах книги.

Глава 2 «Вероятностное программирование» дает обзор концепций из пре-
дыдущей главы с точки зрения вычислительной практики. Здесь представлена 
ознакомительная информация о библиотеке вероятностного программирова-
ния PyMC3, а также о библиотеке ArviZ (пакет Python), предназначенной для 
исследовательского анализа байесовских моделей. На нескольких конкретных 
примерах рассматриваются иерархические модели.

В главе 3 «Моделирование с использованием линейной регрессии» рассмат
риваются основные элементы линейной регрессии, весьма широко применяе-
мой модели и структурного компонента более сложных моделей.

В главе 4 «Обобщение линейных моделей» описывается, как расширить 
область применения линейных моделей для распределений, отличающихся 
от распределения Гаусса, открывая путь к решению многих задач анализа дан-
ных.

В главе 5 «Сравнение моделей» обсуждаются методы сравнения, выбора 
и усреднения моделей с использованием факторов Байеса, WAIC, LOO, а также 
основные характерные особенности и детали применения этих методов.

В главе 6 «Смешанные модели» рассматриваются способы повышения гиб-
кости моделей с помощью объединения простых распределений для создания 
более сложных. Здесь представлена первая непараметрическая модель, рас-
сматриваемая в книге: процесс Дирихле.

В главе 7 «Гауссовы процессы» описывается теоретическая концепция, лежа-
щая в основе гауссовых процессов, а также способы ее применения для созда-
ния непараметрических моделей для решения широкого спектра задач.

В главе 8 «Механизмы логического вывода» представлено введение в мето-
ды числовой аппроксимации апостериорного распределения (вероятности), 
а также весьма важная с практической точки зрения тема: как точно опреде-
лить надежность аппроксимированного апостериорного распределения.
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В главе 9 «Что дальше» предлагается список информационных ресурсов, ко-
торыми можно воспользоваться для более глубокого изучения байесовского 
анализа, а также очень короткое итоговое резюме автора.

Максимально эффективное использование книги
Код в этой книге написан на языке Python версии 3.6. Для установки программ-
ной среды Python и всех необходимых библиотек рекомендуется воспользо-
ваться Anaconda, специализированным для научных вычислений дистрибу-
тивом. Получить более подробную информацию о  дистрибутиве Anaconda 
и  скачать его можно на сайте https://www.anaconda.com/download/. При этом 
в  вашей системе будет установлено множество полезных пакетов на языке 
Python. После этого потребуется установить еще два пакета. Для установки 
библиотеки PyMC3 используйте утилиту conda:
conda install -c conda-forge pymc3

Чтобы установить пакет ArviZ, можно выполнить следующую команду:
pip install arviz

Другой способ установки необходимых пакетов, после того как дистрибу-
тив Anaconda установлен в  системе,  – перейти по адресу https://github.com/​
aloctavodia/BAP и  загрузить файл описания среды bap.yml. С  помощью этого 
файла можно установить все необходимые пакеты следующей командой:
conda env create -f bap.yml

Все пакеты языка Python, использованные при написании этой книги, пере-
числены ниже:

�� IPython 7.0;
�� Jupyter 1.0 (или Jupyter-lab 0.35);
�� NumPy 1.14.2;
�� SciPy 1.1;
�� pandas 0.23.4;
�� Matplotlib 3.0.2;
�� Seaborn 0.9.0;
�� ArviZ 0.3.1;
�� PyMC3 3.6.

При выполнении кода, приведенного в каждой главе, предполагается, что вы 
установили и импортировали, по крайней мере, некоторые из перечисленных 
выше пакетов. Вместо копирования и  вставки кода из книги рекомендуется 
скачать файлы исходного кода из репозитория https://github.com/aloctavodia/​
BAP и запускать их с помощью Jupyter Notebook или Jupyter Lab. Автор регу-
лярно обновляет этот репозиторий после выхода новых версий PyMC3 и ArviZ. 

https://www.anaconda.com/download/
https://github.com/aloctavodia/BAP
https://github.com/aloctavodia/BAP
https://github.com/aloctavodia/BAP
https://github.com/aloctavodia/BAP
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Если при выполнении кода из книги возникает техническая проблема или об-
наружена опечатка либо какая-либо другая ошибка, то передайте информацию 
об этом в указанный репозиторий, и автор попытается устранить проблему как 
можно быстрее.

Большинство иллюстраций в  книге сгенерировано при выполнении про-
граммного кода. Основная схема такова: сначала приводится блок кода, за ко-
торым сразу же следует соответствующая иллюстрация (сгенерированная при 
выполнении приведенного выше кода). Автор надеется, что такая схема ока-
жется привычной для тех, кто использует Jupyter Notebook/Lab, и не вызовет 
никаких затруднений у других читателей.

Скачивание исходного кода примеров
Скачать файлы с дополнительной информацией для книг издательства «ДМК 
Пресс» можно на сайте www.dmkpress.com или www.дмк.рф на странице с опи-
санием соответствующей книги. 

Загрузка цветных иллюстраций
Мы также предоставляем файл в формате PDF, содержащий цветные изобра-
жения снимков экрана и схем из данной книги. Этот файл доступен по адресу 
https://www.packtpub.com/sites/default/files/downloads/9781789341652_Color
Images.pdf.

Типографские соглашения, принятые в книге
В этой книге используется несколько стилей выделения некоторых элементов 
текста.

Фрагмент кода в  тексте  – ключевые слова, операторы, имена переменных 
и функций непосредственно в тексте. Пример: «Большая часть приведенного 
выше кода предназначена для построения и вывода графической схемы, ве-
роятностные вычисления выполняются в строке y = stats.norm(mu, sd).pdf(x)».

Блок кода отображается в следующем формате:
μ = 0.
σ = 1.
X = stats.norm(μ, σ)
x = X.rvs(3)

Курсив – имена файлов, каталогов и прочих объектов.
Полужирный шрифт – важные (ключевые) слова, элементы пользователь-

ского интерфейса или слова, которые выводятся на экран.

http://www.dmkpress.com
http://www.дмк.рф
https://www.packtpub.com/sites/default/files/downloads/9781789341652_ColorImages.pdf
https://www.packtpub.com/sites/default/files/downloads/9781789341652_ColorImages.pdf
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Отзывы и пожелания
Мы всегда рады отзывам наших читателей. Расскажите нам, что вы думаете об 
этой книге – что понравилось или, может быть, не понравилось. Отзывы важны 
для нас, чтобы выпускать книги, которые будут для вас максимально полезны.

Вы можете написать отзыв на нашем сайте www.dmkpress.com, зайдя на стра-
ницу книги и  оставив комментарий в  разделе «Отзывы и  рецензии». Также 
можно послать письмо главному редактору по адресу dmkpress@gmail.com; при 
этом укажите название книги в теме письма. 

Если вы являетесь экспертом в какой-либо области и заинтересованы в на-
писании новой книги, заполните форму на нашем сайте по адресу http://
dmkpress.com/authors/publish_book/ или напишите в  издательство по адресу 
dmkpress@gmail.com.

Список опечаток
Хотя мы приняли все возможные меры для того, чтобы обеспечить высокое 
качество наших текстов, ошибки все равно случаются. Если вы найдете ошибку 
в одной из наших книг – возможно, ошибку в основном тексте или программ-
ном коде, – мы будем очень благодарны, если вы сообщите нам о ней. Сделав 
это, вы избавите других читателей от недопонимания и поможете нам улуч-
шить последующие издания этой книги. 

Если вы найдете какие-либо ошибки в  коде, пожалуйста, сообщите о  них 
главному редактору по адресу dmkpress@gmail.com, и мы исправим это в сле-
дующих тиражах.

Нарушение авторских прав
Пиратство в  интернете по-прежнему остается насущной проблемой. Изда-
тельства «ДМК Пресс» и Springer очень серьезно относятся к вопросам защиты 
авторских прав и лицензирования. Если вы столкнетесь в  интернете с  неза-
конной публикацией какой-либо из наших книг, пожалуйста, пришлите нам 
ссылку на интернет-ресурс, чтобы мы могли применить санкции.

Ссылку на подозрительные материалы можно прислать по адресу электрон-
ной почты dmkpress@gmail.com.

Мы высоко ценим любую помощь по защите наших авторов, благодаря кото-
рой мы можем предоставлять вам качественные материалы.

http://www.dmkpress.com
mailto:dmkpress%40gmail.com?subject=
http://dmkpress.com/authors/publish_book/
http://dmkpress.com/authors/publish_book/
mailto:dmkpress%40gmail.com?subject=
mailto:dmkpress%40gmail.com?subject=
mailto:dmkpress%40gmail.com?subject=
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значение, мода, стандартное отклонение и вероятные отклонения (этот 
раздел разведочного анализа данных также называют описательной 
статистикой). Кроме того, при разведочном анализе данные исследу-
ются визуально с  применением широко известных инструментальных 
средств, таких как гистограммы и диаграммы рассеяния;

�� статистический вывод (inferential statistics) – вывод утверждений на ос-
нове текущих данных. Это может быть необходимо для понимания неко-
торых конкретных явлений, или для прогнозирования в будущем точек 
данных (которые ранее не наблюдались), либо для выбора одного из не-
скольких альтернативных объяснений результатов наблюдений. Статис
тический вывод – это набор методов и инструментов, которые помогают 
ответить на типы вопросов, перечисленные выше.

	 В этой книге главное внимание сосредоточено на выполнении байесовского статисти-
ческого вывода и последующем применении метода разведочного анализа данных для 
обобщения, интерпретации, проверки и  предъявления результатов байесовского ста­
тистического вывода.

В большинстве вводных курсов по статистике, по крайней мере для людей, 
незнакомых со статистикой, материал излагается как набор готовых рецептов, 
более или менее похожих на следующий: войти в статистическую кладовую, 
выбрать одну из банок и открыть ее, добавить данные по вкусу, перемешивать 
до получения твердого P-значения (P-критерия), предпочтительно меньшего 
0.05. Главная цель курсов с таким подходом – научить выбирать правильную 
банку в статистической кладовой. Мне никогда не нравился подобный подход, 
главным образом потому, что наиболее частым результатом такого обучения 
становится группа сбитых с толку людей, неспособных хорошо понимать, даже 
на концептуальном уровне, совокупность различных изучаемых методов. Мы 
будем придерживаться другой методики: также будем изучать некоторые кон-
кретные рецепты, но при этом предпочитая домашнее приготовление, а  не 
консервы из банок. То есть мы будем учиться смешивать свежие ингредиен-
ты, наиболее подходящие для разнообразных блюд, и, что более важно, такой 
подход позволит применять изученные концепции в последующих примерах, 
содержащихся в книге.

Применение подобного подхода возможно по двум причинам:
�� онтологическая причина – статистика является формой моделирования, 

унифицированной с помощью математического аппарата, основанного 
на теории вероятностей. Использование вероятностного подхода обес
печивает единую универсальную точку зрения на все, что может пока-
заться весьма несопоставимыми методами,  – статистические методы 
и методы машинного обучения выглядят намного более похожими друг 
на друга при взгляде с вероятностной точки зрения;

�� техническая причина – современное программное обеспечение, напри-
мер библиотека PyMC3, позволяет специалистам-практикам, таким как 
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вы и я, определять и создавать модели решений относительно простым 
способом. Многие из этих моделей оставались неразрешимыми (следо-
вательно, неприменимыми на практике) буквально несколько лет назад 
или требовали слишком высокого уровня математической и  техниче-
ской подготовки.

Работа с данными
Данные – это важнейший ингредиент в статистике и науке о данных (датало-
гии). Данные поступают из различных источников, таких как эксперименты, 
компьютерные имитации, опросы и полевые наблюдения. Если мы являемся 
ответственными за генерацию или сбор данных, то всегда в первую очередь не-
обходимо тщательно продумать и сформулировать вопросы, на которые нужно 
получить ответы, и определить используемые для этого методы, и только после 
этого приступать к обработке данных. В действительности существует целая 
область статистики, занимающаяся сбором данных, – планирование экспери-
мента (experimental design). В наше время, когда поток данных достиг неверо-
ятных размеров, мы иногда можем забыть о том, что сбор данных не всегда 
является простым и дешевым делом. Например, всем известно, что Большой 
адронный коллайдер генерирует сотни терабайтов данных в день, но не все 
помнят о том, что для его создания потребовались годы ручного и умственного 
труда.

В качестве обобщенного правила можно интерпретировать процесс генера-
ции данных как случайный (стохастический), поскольку в этом процессе су-
ществует онтологическая, техническая и/или эпистемологическая неопреде-
ленность, то есть система по своей внутренней сущности является случайной, 
также существуют технические проблемы, добавляющие шум или ограничива-
ющие наши возможности измерения с произвольной точностью, а кроме того, 
некоторые концептуальные теоретические ограничения, скрывающие от нас 
подробности. Из-за всех вышеперечисленных причин всегда необходимо ин-
терпретировать данные в контексте используемых моделей, включая менталь-
ные и формальные. Данные без моделей ни о чем не говорят.

В книге предполагается, что все необходимые данные уже собраны. Кроме 
того, данные считаются предварительно подготовленными и очищенными, что 
чрезвычайно редко встречается в реальной практике. Эти исходные предполо-
жения сделаны для того, чтобы полностью сосредоточиться на основной теме 
книги. Очень существенное замечание, особенно для начинающих изучать ана-
лиз данных: даже несмотря на то, что подготовка и очистка данных не рассмат
ривается в нашей книге, это весьма важные практические навыки, которыми 
вы должны овладеть и развивать их для успешной работы с данными.

Очень полезной способностью при анализе данных является умение напи-
сать код на каком-либо языке программирования, например на Python. Об-
работка данных является неизбежной необходимостью с учетом того, что мы 
живем в беспорядочном мире с еще более беспорядочными данными, поэтому 
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умение писать программный код помогает решать эти задачи. Даже если вы 
настолько удачливы, что находящиеся в вашем распоряжении данные предва-
рительно обработаны и очищены, умение писать код все равно останется по-
лезным навыком, потому что современная байесовская статистика реализова-
на в основном с помощью языков программирования, таких как Python или R.

Если вы хотите более подробно узнать, как использовать Python для очистки 
и обработки данных, рекомендуется изучить превосходную книгу «Python Data 
Science Handbook» Джейка Ван-дер-Пласа (Jake VanderPlas).

Байесовское моделирование
Модели – это упрощенные описания конкретной системы или процесса, кото-
рые, по тем или иным причинам, нас интересуют. Эти описания преднамерен-
но формулируются так, чтобы отобразить самые важные аспекты системы, но 
не уделять внимание каждой малозначимой подробности. Это одна из причин, 
по которой более сложная модель не всегда является лучшим вариантом.

Существует множество различных типов моделей, но в этой книге мы огра-
ничимся байесовскими моделями. В общем случае процесс байесовского моде-
лирования включает три основных этапа.

1.	� Выбираются некоторые данные и  делаются предварительные предпо-
ложения о том, как эти данные могли быть сгенерированы (извлечены), 
затем формируется модель с помощью объединения структурных ком-
понентов, известных под названием распределения вероятностей. В ос-
новном эти модели представляют собой достаточно грубые приближе-
ния (аппроксимации), но в большинстве случаев это именно то, что нам 
нужно.

2.	� Используется теорема Байеса для добавления данных в  сформирован-
ные модели, и выполняются логические выводы по совокупности дан-
ных и наших предварительных предположений. Обычно это называют 
формированием или уточнением условий работы модели по имеющим-
ся данным.

3.	� Модель критически оценивается посредством проверки степени осмыс-
ленности результатов по различным критериям, включая данные, уро-
вень наших экспертных знаний в области исследований, а иногда путем 
сравнения нескольких моделей.

Вообще говоря, три перечисленных выше этапа в большинстве случаев вы-
полняются итеративно и  без соблюдения строгого порядка. Мы будем воз-
вращаться для повторения любого из этих этапов в  произвольные моменты 
времени: возможно, была совершена ошибка при написании кода, или был 
найден способ изменить и усовершенствовать модель, или возникла необхо-
димость добавления новых данных или сбора данных другого типа.

Байесовские модели также называют вероятностными моделями, потому 
что они создаются с  использованием вероятностей. Почему сделан именно 
такой выбор? Потому что вероятности являются самым правильным мате-
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матическим инструментом для моделирования неопределенности. Поэтому 
необходимо поближе познакомиться с этой «новой землей», покрытой сетью 
разветвляющихся дорог.

Теория вероятностей
Название этого раздела может показаться излишне претенциозным, ведь мы 
не собираемся изучить теорию вероятностей всего на нескольких страницах, 
да это и не было моим намерением. Я хотел лишь представить несколько об-
щих и  наиболее важных концепций, необходимых для лучшего понимания 
байесовских методов, достаточных для освоения материала данной книги. При 
необходимости мы будем более подробно рассматривать или вводить новые 
концепции, относящиеся к теории вероятности. Для более глубокого изучения 
теории вероятности настоятельно рекомендую книгу «Introduction to Proba
bility» Джозефа К Блитцштайна (Joseph K Blitzstein) и Джессики Хван (Jessica 
Hwang). Другой весьма полезной книгой может оказаться «Mathematical Theory 
of Bayesian Statistics» Сумио Ватанабе (Sumio Watanabe), поскольку по назва-
нию понятно, что эта книга в большей степени ориентирована на байесовские 
методы, чем первая, но она более сложна с математической точки зрения.

Объяснение смысла вероятностей
Несмотря на то что теория вероятностей является вполне сформировавшейся 
и прочно обоснованной математической дисциплиной, существуют и другие 
интерпретации смысла термина «вероятность». С  байесовской точки зрения 
вероятность – это мера, которая определяет в числовом выражении уровень 
неопределенности высказывания. С  учетом этого определения вероятности 
абсолютно допустимо и даже естественно задать вопрос о вероятности сущест
вования жизни на Марсе, о вероятности того, что масса электрона составляет 
9.1×10–31 кг, или о вероятности того, что 9 июля 1816 года в Буэнос-Айресе был 
солнечный день. Но при этом следует отметить, например, что жизнь на Марсе 
либо существует, либо не существует, то есть итоговый результат бинарный, 
это тип вопроса с ответом да-нет. Но, учитывая то, что мы не уверены в са-
мом факте существования жизни на Марсе, разумным образом действий яв-
ляется попытка определить, насколько вероятна жизнь на Марсе. Поскольку 
приведенное выше определение вероятности связано с эпистемологическими, 
то есть познавательными, функциями нашего мышления, его часто называют 
субъективным определением вероятности. Однако отметим, что любой че-
ловек с научным складом ума не будет использовать свои личные верования 
или «информацию, полученную от ангела», для ответа на вопросы такого рода, 
а воспользуется всеми доступными геофизическими данными о Марсе, обра-
тится к своим знаниям в области биомеханики, чтобы определить необходи-
мые условия для жизни, и т. д. Таким образом, байесовские вероятности, следо-
вательно, и вся байесовская статистика, так же субъективны (или объективны), 
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как и любой другой прочно обоснованный научный метод, имеющийся в на-
шем распоряжении.

Если у нас нет информации о задаче, то вполне разумно утверждать, что лю-
бое возможное событие одинаково вероятно (правдоподобно), а с формальной 
точки зрения это равносильно предположению об одинаковой вероятности на-
ступления любого возможного события. При отсутствии информации неопре-
деленность максимальна. Но если нам известно, что наступление каких-либо 
событий более правдоподобно, то это можно формально представить предпо-
ложением о более высокой вероятности наступления этих событий и более низ-
кой вероятности для прочих событий. Отметим, что когда мы говорим о собы-
тиях в контексте статистики, то не ограничиваемся «событиями, которые могут 
произойти», такими как падение астероида на Землю или вечеринка по поводу 
60-летия моей тетушки. Событие – это любое из возможных значений (или на-
бора значений), которые может принимать некоторая переменная, например 
событие (event), соответствующее утверждению, что вам больше 30 лет, или 
цена Sachertorte, или количество велосипедов, проданных в прошлом году по 
всему миру. Концепция вероятности также связана с понятиями логики. Поль-
зуясь аристотелевой или классической логикой, мы можем формулировать ут-
верждения, значениями которых могут быть только истина или ложь. С учетом 
байесовского определения вероятности определенность является всего лишь 
особым случаем: истинному утверждению соответствует вероятность 1, а лож-
ному – вероятность 0. Присвоить значение вероятности 1 утверждению «жизнь 
на Марсе существует» можно было бы только после получения убедительных 
данных о том, что какие-то объекты развиваются и воспроизводятся, а также 
выполняют другие действия, которые мы считаем присущими живым организ-
мам. Но следует также отметить, что присваивание значения вероятности 0 
сложнее, потому что мы всегда можем считать, что некоторые области Марса 
остаются неисследованными, или что мы совершили ошибки в некотором экс-
перименте, либо какие-то другие причины могли привести к ложному выводу 
об отсутствии жизни на Марсе, хотя этот факт не доказан. Здесь уместно при-
менение правила Кромвеля, гласящего, что необходимо избегать применения 
априорных вероятностей 0 или 1 к логически истинным или ложным утверж-
дениям. Весьма любопытно, что Ричард Кокс (Richard Cox) математически до-
казал, что при необходимости расширения логики с включением неопределен-
ности мы непременно должны использовать значения вероятности и теорию 
вероятностей. Теорема Байеса представляет собой логический вывод на основе 
правил вычисления вероятности, и  мы вскоре убедимся в  этом сами. Таким 
образом, другим способом интерпретации байесовской статистики является 
расширение логики с учетом неопределенности, то есть нечто, явно не влияю-
щее на субъективное обоснование в уничижительном смысле, именно в этом 
смысле люди часто употребляют термин «субъективный».

Если обобщить все вышесказанное, то использование вероятности для опи-
сания неопределенности модели не обязательно связано с дискуссиями о том, 
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является ли природа детерминированной или случайной на самом базовом, 
фундаментальном уровне, кроме того, не связано и с субъективными личными 
верованиями. Это чисто методологический подход к моделированию неопре-
деленности. Мы считаем большинство явлений трудными для глубокого пони-
мания, потому что в основном имеем дело с неполными и/или зашумленными 
(загрязненными) данными. Кроме того, существует внутреннее ограничение, 
зависящее от сформированного в процессе эволюции мозга приматов, в част-
ности человеческого мозга, или от любой другой важной причины, которую 
можно найти. Вследствие этого мы используем методику моделирования, ко-
торая явно принимает во внимание неизбежную неопределенность.

	 С практической точки зрения большинство важных элементов информации в этом раз-
деле подтверждает использование байесовских вероятностей как инструментального 
средства для числового выражения неопределенности.

После обсуждения байесовской интерпретации вероятности рассмотрим 
подробнее несколько математических свойств вероятностей.

Определение вероятности
Вероятности – это числа в интервале [0,1], то есть числа между 0 и 1, включая 
оба граничных значения. Вероятности подчиняются нескольким правилам. 
Одно из них – правило умножения:

p(A,B) = p(A|B)p(b).	 (1.1)

Это читается следующим образом: вероятность A и B равна вероятности A 
при условии B, умноженной на вероятность B. Выражение p(A,B) представля-
ет совместную вероятность A и B. Выражение p(A|B) используется для обозна-
чения условной вероятности. Это название указывает на то, что вероятность 
A обусловлена знанием B и зависит от него. Например, вероятность того, что 
автодорога мокрая, отличается от вероятности влажности автодороги, если 
мы знаем (или предполагаем), что идет дождь. Условная вероятность может 
быть больше, меньше или равна безусловной вероятности. Если знание B не 
дает нам информацию об A, то p(A|B) = p(A). Это выражение будет истинным, 
только если A и B независимы друг от друга. С другой стороны, если знание B 
дает нам полезную информацию об A, то условная вероятность может быть 
больше или меньше безусловной вероятности в  зависимости от того, делает 
ли знание B более или менее возможным A. Рассмотрим простой пример с ис-
пользованием обычного игрального кубика (кости) с шестью гранями. Какова 
вероятность выпадения числа 3 при броске кости p(die=3)? Она равна 1/6, так 
как каждое из шести чисел имеет одинаковый шанс для обычной шестигран-
ной кости. А чему равна вероятность выпадения числа 3, при условии что мы 
получаем нечетное число, то есть p(die=3|die=odd)? Вероятность равна 1/3, по-
скольку если мы знаем, что получаем нечетное число, то возможно выпадение 
только чисел {1, 3, 5}, и каждое из этих чисел имеет равные шансы. Наконец, 
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щение от random variates). В приведенном ниже примере запрашиваются три 
значения:
μ = 0.
σ = 1.
X = stats.norm(μ, σ)
x = X.rvs(3)

Обратите внимание на то, что при каждом выполнении этого кода (в тер-
минах статистики: при каждом испытании) вы получаете различные случай-
ные результаты. Отметим, что поскольку значения параметров распределений 
известны, то вероятность каждого значения x также известна. Случайность 
состоит в тех самых значениях x, которые мы получаем при каждом испыта-
нии. Весьма часто возникает неправильная интерпретация случайности в том 
смысле, что можно получать любые возможные значения из случайной пере-
менной или что все значения равновозможны. Допустимые значения случай-
ной переменной и вероятности их появления строго управляются распределе-
нием вероятностей, а случайность возникает только из того факта, что мы не 
можем предсказать точные значения, которые будут выдаваться при каждом 
испытании. При каждом выполнении приведенного выше кода мы будем полу-
чать три различных числа, но если повторить выполнение этого кода несколь-
ко тысяч раз, то получим возможность опытным путем проверить тот факт, 
что среднее значение выбираемых экземпляров чисел приближается к нулю, 
а также что в  95  % выборок содержатся значения в  интервале [–1.96, +1.96]. 
Не следует принимать мое высказывание на веру, проверьте его на практике 
в среде программирования Python. К точно такому же выводу можно прийти, 
изучая математические свойства нормального распределения.

Ниже приведена общепринятая форма записи, используемая для обозначе-
ния того факта, что переменная имеет нормальное распределение с парамет
рами μ и σ:

x  N(μ, σ).	 (1.2)

В этом контексте символ  (тильда) читается как «имеет распределение» 
или «описывается распределением».

	 Достаточно часто в публикациях можно встретить обозначение нормального распреде-
ления, выраженное в терминах дисперсии, а не стандартного отклонения. То есть запи-
сывается выражение N(μ, σ2). В этой книге параметризация нормального распределения 
будет выполняться с использованием стандартного отклонения, во-первых, потому что 
оно проще для интерпретации, во-вторых, потому что так работает библиотека PyMC3.

В этой книге будут встречаться и некоторые другие распределения вероят-
ностей, в таких случаях будет приводиться краткое описание соответствую-
щего распределения. Мы начинаем с нормального распределения, потому что 
оно является своеобразным родоначальником всех распределений вероятно-
стей. Переменная X описывается гауссовым распределением, если его значе-
ния определяются следующим выражением:
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	 (1.3)

Это функция плотности распределения вероятностей для нормального рас-
пределения. Нет необходимости запоминать эту формулу, она приведена здесь 
только для того, чтобы показать, откуда берутся числовые значения. Как уже 
было сказано ранее, здесь μ и σ являются параметрами распределения, поэто-
му, задавая их значения, мы полностью определяем конкретное распределе-
ние. Это можно понять из формулы 1.3, так как все прочие члены выражения 
являются константами. Параметр μ может принимать любое действительное 
значение, то есть μ  �, и определяет среднее значение распределения (а также 
срединное значение или медиану и моду, которые равны). Параметр σ – это 
стандартное отклонение, которое может быть только положительным чис-
лом и определяет размах распределения. Чем больше значение σ, тем больше 
размах распределения. Поскольку существует бесконечное число возможных 
сочетаний значений μ и  σ, возможно бесконечное количество экземпляров 
гауссова распределения, но все они принадлежат к одному семейству распре-
деления Гаусса.

Математические формулы лаконичны и недвусмысленны, некоторые люди 
даже называют их красивыми, но необходимо признать, что при первой встре-
че они могут показаться непонятными и даже пугающими, особенно для лю-
дей, которые не очень любят математику. Неплохим способом преодоления 
этого препятствия является использование языка программирования Python 
для исследования и реализации математических формул на практике:
mu_params = [-1, 0, 1]
sd_params = [0.5, 1, 1.5]
x = np.linspace(-7, 7, 200)
_, ax = plt.subplots(len(mu_params), len(sd_params), sharex=True,
                     sharey=True,
                     figsize=(9, 7), constrained_layout=True)
for i in range(3):
    for j in range(3):
        mu = mu_params[i]
        sd = sd_params[j]
        y = stats.norm(mu, sd).pdf(x)
        ax[i,j].plot(x, y)
        ax[i,j].plot([], label="μ = {:3.2f}\nσ = {:3.2f}".format(mu,
                     sd), alpha=0)
        ax[i,j].legend(loc=1)
ax[2,1].set_xlabel('x')
ax[1,0].set_ylabel('p(x)', rotation=0, labelpad=20)
ax[1,0].set_yticks([])

Большая часть приведенного выше кода предназначена для построения и вы-
вода графических схем, а  вероятностные вычисления выполняются в  строке  
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y = stats.norm(mu, sd).pdf(x). В этой строке вычисляется значение функции плот-
ности вероятности для нормального распределения с передачей параметров 
mu и sd для набора значений x. Приведенный выше код генерирует схемы, по-
казанные на рис. 1.1. На каждом отдельном графике изображена темно-серая 
кривая, представляющая гауссово распределение с заданными параметрами μ 
и σ, указанными в описании (легенде) каждого графика:

Рис. 1.1

	 Большинство иллюстраций в  этой книге сгенерировано непосредственно из приве-
денного перед каждой иллюстрацией программного кода, во многих случаях даже без 
предварительного описания, связывающего код с  иллюстрацией. Такой стиль должен 
быть хорошо знаком тем, кто работает с Jupyter Notebooks или Jupyter Lab.

Существуют два типа случайных переменных: непрерывные и дискретные. 
Непрерывные переменные могут принимать любое значение из некоторого 
интервала (для их представления можно воспользоваться числами с плаваю-
щей точкой (float) языка Python). Дискретные переменные могут иметь толь-
ко определенные значения (их можно представить целыми числами (integer) 
языка Python). Нормальное распределение является непрерывным распреде-
лением.

Отметим, что на схемах рис. 1.1 не указаны значения yticks, но это сдела-
но преднамеренно. На основе своего опыта могу сказать, что эти значения не 
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добавляют какой-либо важной информации и даже могут запутать некоторых 
людей. Более подробное объяснение: числа, указанные по оси y, в действитель-
ности не имеют особого смысла – важны лишь их относительные значения. 
Если взять два значения из x, например xi и xj, и обнаружить, что p(xi) = 2p(xj) (то 
есть на графике второе значение выше в два раза), то можно с уверенностью 
сказать, что вероятность значения xi в два раза больше вероятности значения 
xj. Большинство людей понимает это интуитивно, и, к счастью, это правильная 
интерпретация. Сложность возникает, когда мы имеем дело с непрерывными 
распределениями, а  значения по оси y являются не вероятностями, а  плот-
ностями вероятности. Для получения правильного значения вероятности не-
обходимо выполнить интегрирование по заданному интервалу, то есть тре-
буется вычислить площадь под кривой распределения в заданном интервале. 
Вероятность не может быть больше единицы, но плотности вероятности могут 
превышать это значение, поэтому общая площадь под кривой плотности ве-
роятности ограничена значением 1. Понимание различия между вероятностя-
ми и плотностями вероятностей чрезвычайно важно с математической точки 
зрения. При практическом подходе, принятом в этой книге, можно допустить 
небольшую неточность, поскольку различие между этими понятиями не столь 
важно, если вы правильно поняли, как интерпретировать схемы на рис.  1.1 
с учетом относительности значений.

Независимые одинаково распределенные случайные величины
Во многих моделях предполагается, что все последовательные значения слу-
чайных переменных выбраны из одного и того же распределения и независи-
мы друг от друга. В этом случае их называют независимыми одинаково распре-
деленными случайными величинами (переменными) (иногда для краткости 
используют аббревиатуру нор или iid – independently and identically distributed). 
Используя математическую нотацию, можно показать, что две переменные 
являются независимыми, если p(x,y) = P(x)p(y) для любых значений x и y.

В качестве обобщенного примера случайных величин, которые не явля-
ются независимыми одинаково распределенными (не-нор), можно привести 
временны́е ряды (temporal series), в которых временная зависимость, существу-
ющая в случайной переменной, представляет собой главную характеристику, 
которую необходимо принимать во внимание. Например, возьмем следующие 
данные с сайта http://cdiac.esd.ornl.gov. Это данные измерений содержания CO2 
в атмосфере с 1959 по 1997 год. Загрузим эти данные (и прилагаемый к ним 
исходный код) и построим по ним график:
data = np.genfromtxt('../data/mauna_loa_CO2.csv', delimiter=',')
plt.plot(data[:,0], data[:,1])
plt.xlabel('year')
plt.ylabel('$CO_2$ (ppmv)')
plt.savefig('B11197_01_02.png', dpi=300)

http://cdiac.esd.ornl.gov
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Рис. 1.2

Каждая точка данных соответствует измеренному уровню содержания CO2 
в атмосфере за месяц. Временную зависимость точек данных легко видеть на 
этом графике. В действительности здесь наблюдаются два тренда: сезонный 
(связанный с  циклами роста и  снижения) и  глобальный, отображающий по-
стоянный рост концентрации CO2 в атмосфере.

Теорема Байеса
После ознакомления с  некоторыми основными концепциями и  терминами 
теории вероятностей можно перейти к главному предмету наших ожиданий. 
Без лишних церемоний позвольте представить теорему Байеса во всем ее ве-
личии:

	 (1.4)

Возможно, выглядит не слишком впечатляюще. Больше похоже на простую 
формулу из курса средней школы, тем не менее, перефразируя Ричарда Фейн-
мана (Richard Feynman), это все, что вам необходимо знать о байесовской ста-
тистике.

Происхождение теоремы Байеса и логические ходы, приводящие к ее фор-
мулировке, помогут нам понять ее смысл.
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В соответствии с правилом произведения получаем: 

p(θ, y) = p(θ|y)p(y).	 (1.5)

Это выражение можно также записать в следующем виде:

p(θ, y) = p(y|θ)p(θ).	 (1.6)

С учетом того, что члены в левых частях выражений 1.5 и 1.6 равны, можно 
объединить эти выражения и записать:

p(θ|y)p(y) = p(y|θ)p(θ).	 (1.7)

После простого преобразования выражения 1.7 (перенос члена p(y) в правую 
часть) получим формулу 1.4, то есть теорему Байеса.

Теперь рассмотрим, что означает формула 1.4 и почему она так важна. Во-
первых, необходимо отметить, что p(θ|y) не обязательно является тем же са-
мым, что p(y|θ). Это чрезвычайно важный факт, который легко упустить из 
вида в повседневных ситуациях даже людям, вполне сведущим в статистике 
и  теории вероятностей. Рассмотрим простой пример для разъяснения того 
факта, что эти числовые характеристики не обязательно могут быть одинако-
выми. Вероятность того, что человек является римским папой, при условии 
что этот человек аргентинец, не равна вероятности того, что человек являет-
ся аргентинцем, принимая во внимание, что этот человек является римским 
папой. Поскольку в  настоящее время в  Аргентине проживает около 44  млн 
человек и  один из них является действующим римским папой, получаем 
p(Pope|Argentinian)  1/44 000 000, но при этом p(Argentinian|Pope) = 1.

Если заменить элемент θ на «предположение» (гипотезу), а  элемент y на 
«данные», то теорема Байеса показывает, как вычислить вероятность предпо-
ложения θ при наличии данных y. Именно такое объяснение смысла практиче-
ского применения теоремы Байеса вы найдете во многих местах. Но как пре-
вратить предположение в некий объект, который можно поместить в формулу 
теоремы Байеса? Это делается с использованием распределений вероятностей. 
Вообще говоря, наше предположение (или гипотеза) представляет собой пред-
положение в  чрезвычайно узком смысле, если говорить более точно, то мы 
ищем наиболее подходящее значение для параметров выбранных нами моде-
лей, то есть для параметров распределений вероятностей. Кстати, не следует 
пытаться в качестве предположения θ подставить выражения типа «единороги 
существуют», если только вы не намерены создать реалистичную вероятност-
ную модель существования единорогов.

Теорема Байеса занимает центральное место в  байесовской статистике, 
и как мы увидим в главе 2 «Вероятностное программирование», использова-
ние таких инструментов, как PyMC3, освобождает от необходимости всякий 
раз явно записывать теорему Байеса при создании байесовской модели. Тем не 
менее важно знать название каждого элемента теоремы, поскольку мы посто-
янно будем ссылаться на эти элементы, и весьма важно понимать, что означает 
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каждый элемент, так как это помогает теоретическому обоснованию (концеп-
туализации) моделей. Ниже приведены обозначения и соответствующие на-
звания элементов теоремы Байеса:

�� p(θ) – априорная вероятность;
�� p(y|θ) – правдоподобие;
�� p(θ|y) – апостериорная вероятность;
�� p(y) – предельное правдоподобие.

Априорная вероятность должна соответствовать тому, что нам известно 
о значении параметра θ перед рассмотрением данных y. Если нам ничего неиз-
вестно, как Джону Сноу1, то можно использовать постоянные фиксированные 
априорные вероятности, которые не содержат сколько-нибудь значимого объ-
ема информации. Вообще говоря, можно выбрать более удачный вариант, чем 
фиксированные априорные вероятности, как мы увидим далее в этой книге. 
Использование априорных вероятностей – это основная причина, по которой 
некоторые люди продолжают называть байесовскую статистику субъективной, 
даже если априорные вероятности представляют собой всего лишь другой спо-
соб предположений, формулируемых при моделировании, следовательно, яв-
ляются субъективными (или объективными) в той же мере, что и любые другие 
предположения, такие как правдоподобия.

Правдоподобие определяет, как будут представлены данные в дальнейшем 
анализе. Это выражение правдоподобности данных с учетом принятых пара-
метров. В некоторых публикациях используются термины «сэмплинг-модель», 
«статистическая модель» или просто «модель». Мы продолжим использовать 
термин «правдоподобие» и будем обозначать им комбинацию априорных ве-
роятностей и модели правдоподобия.

Апостериорная вероятность – это результат байесовского анализа, который 
отображает все, что известно о задаче (проблеме) с учетом имеющихся данных 
и используемой модели. Апостериорная вероятность – это распределение ве-
роятностей для θ параметров в используемой модели, и это не единственное 
значение. Такое распределение представляет собой баланс между априорной 
вероятностью и правдоподобием. Существует широко известная шутка: «Байе
совский аналитик – это тот, кто смутно надеется увидеть лошадь, но, заметив 
быстро промелькнувшего осла, твердо верит, что видел мула». Превосходным 
способом ликвидации впечатления от этой шутки является объяснение того, 
что если правдоподобие и  априорные вероятности неясны и  смутны, то вы 
получите апостериорную вероятность, отражающую «смутную веру» в то, что 
видели мула, а не твердую уверенность. В любом случае мне по душе эта шутка 
и мне нравится, как точно она выражает мысль о том, что апостериорная веро-
ятность является в некоторой степени компромиссом между априорной веро-
ятностью и правдоподобием. С теоретической концептуальной точки зрения 

1	 Джон Сноу (Jon Snow)  – один из главных персонажей цикла романов Джорджа 
Р. Р. Мартина «Песнь льда и огня» и телесериала «Игра престолов». – Прим. перев.
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можно воспринимать апостериорную вероятность как обновленную априор-
ную вероятность в свете (новых) данных. В действительности апостериорная 
вероятность, полученная в результате одного процесса анализа, может исполь-
зоваться как априорная вероятность для нового процесса анализа. Это свой-
ство делает байесовский анализ особенно подходящим для анализа данных, 
которые становятся доступными в определенном последовательном порядке. 
Примерами могут служить системы раннего оповещения о природных катаст
рофах, которые обрабатывают в режиме онлайн данные, поступающие с ме-
теорологических станций и спутников. Более подробно об этом можно узнать 
в публикациях о методах онлайнового машинного обучения.

Последний элемент и термин – предельное правдоподобие, также называ-
емое обоснованностью. Формально предельное правдоподобие – это вероят-
ность исследуемых данных, усредненная по всем возможным значениям, кото-
рые могут принимать параметры (в соответствии с предварительно описанной 
априорной вероятностью). В любом случае практически во всей этой книге мы 
не уделяем особого внимания предельному правдоподобию и будем считать 
его простым фактором нормализации. Такой подход принят потому, что при 
анализе распределения апостериорной вероятности нас будут интересовать 
только относительные, а не абсолютные значения параметров. Возможно, вы 
помните, что мы упоминали это обстоятельство при обсуждении методики 
интерпретации графиков распределений вероятности в предыдущем разделе. 
Если не принимать во внимание предельное правдоподобие, то можно запи-
сать теорему Байеса как прямое пропорциональное отношение:

p(θ, y)  p(y|θ)p(θ).	 (1.8)

Точное понимание роли каждого элемента (и смысл соответствующего тер-
мина) теоремы Байеса занимает некоторое время и  требует определенной 
практики. Также потребуется работа с  рядом примеров в  следующих главах 
книги.

Байесовский вывод с одним параметром
В двух предыдущих разделах рассматривались некоторые важные концепции, 
но две из них представляют собой самые важные компоненты ядра байесов-
ской статистики, поэтому необходимо кратко напомнить их смысл.

	 Вероятности используются для измерения неопределенности, присущей параметрам, 
а теорема Байеса – это механизм правильного обновления этих вероятностей при по-
ступлении новых данных в расчете на уменьшение существующей неопределенности.

Теперь, когда мы знаем, что такое байесовская статистика, рассмотрим, как 
ее применять на практике, с помощью простого примера. Начнем с байесов-
ского вывода с одним неизвестным параметром.
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Задача о подбрасывании монеты
Задача о подбрасывании монеты, или модель бета-биномиального распреде-
ления (если нужно вставить солидно звучащий термин в беседу), – это класси-
ческая задача статистики, которая выполняется следующим образом: монета 
подбрасывается некоторое количество раз, и фиксируется, сколько выпало ор-
лов и решек. На основе полученных в результате данных мы пытаемся отве-
тить на такие вопросы, как: является ли монета настоящей («правильной»)? 
Или в  более общем смысле: насколько несимметричной («неправильной») 
является монета? Хотя эта задача может казаться чрезвычайно скучной, не 
следует ее недооценивать. Задача о подбрасывании монеты представляет со-
бой великолепный пример для обучения основам байесовской статистики, по-
скольку это простая модель, которую можно с легкостью решить и вычислить. 
Кроме того, многие реальные практические задачи определяются бинарными, 
взаимоисключающими итоговыми результатами, такими как 0 или 1, положи-
тельный или отрицательный ответ, четные или нечетные числа, спам или не 
спам, удача или неудача, кот или собака, безопасно или небезопасно, здоровый 
или больной. Таким образом, даже если мы говорим о монетах, эта модель при-
менима к любой из вышеперечисленных задач.

Для того чтобы определить отклонение монеты от нормы и в общем смысле 
ответить на любые вопросы при байесовском подходе, потребуются данные 
и вероятностная модель. В рассматриваемом здесь примере предполагается, 
что монета уже подброшена некоторое количество раз и у нас есть записи о ко-
личестве выпавших орлов и решек, так что этап сбора данных уже выполнен. 
Для выбора модели потребуется немного больше усилий. Поскольку это самая 
первая наша модель, запишем теорему Байеса в ее основной форме и выпол-
ним необходимые математические операции (не пугайтесь, обещаю, что все 
математические выкладки будут простыми и понятными). Такой способ будет 
работать очень медленно. Но в главе 2 «Вероятностное программирование» мы 
воспользуемся библиотекой PyMC3, и компьютер произведет все необходимые 
математические вычисления.

Общая модель
В первую очередь необходимо обобщить концепцию отклонения (от нормы). 
Будем считать, что монета с отклонением 1 всегда падает орлом вверх, а мо-
нета с отклонением 0 всегда падает вверх решкой. При отклонении 0.5 в поло-
вине случаев выпадает орел, в половине случаев – решка. Для представления 
отклонения будет использоваться параметр θ, а при общем количестве подбра-
сываний монеты N число выпавших орлов обозначается переменной Y. В соот-
ветствии с теоремой Байеса (формула 1.4) необходимо определить априорную 
вероятность p(θ) и правдоподобие p(Y|θ), которые будут использоваться в при-
мере. Начнем с определения правдоподобия.
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Выбор правдоподобия
Предположим, что возможны только два итоговых результата  – выпадение 
орла или решки. Также предположим, что любое подбрасывание монеты ни-
как не влияет на другие броски, то есть предполагается, что все подбрасыва-
ния монеты абсолютно независимы друг от друга. Далее предположим, что все 
подбрасывания монеты подчиняются одному и тому же распределению. Таким 
образом, случайная переменная «подбрасывание монеты» представляет собой 
пример независимой одинаково распределенной случайной переменной, или 
нор-переменной. Надеюсь, что читатели согласны с этими достаточно разум-
ными предположениями для определения нашей задачи. С учетом сделанных 
предположений подходящим кандидатом для выражения правдоподобия яв-
ляется биномиальное распределение:

	 (1.9)

Это дискретное распределение, возвращающее вероятность выпадения 
Y орлов (или в обобщенном смысле успешных результатов) при N подбрасы-
ваниях монеты (или в обобщенном смысле испытаний либо экспериментов) 
с учетом постоянного значения θ:
n_params = [1, 2, 4]  # Количество испытаний
p_params = [0.25, 0.5, 0.75]  # Вероятность успешного результата
x = np.arange(0, max(n_params)+1)
f,ax = plt.subplots(len(n_params), len(p_params), sharex=True,
                    sharey=True,
                    figsize=(8, 7), constrained_layout=True)
for i in range(len(n_params)):
    for j in range(len(p_params)):
        n = n_params[i]
        p = p_params[j]
        y = stats.binom(n=n, p=p).pmf(x)
        ax[i,j].vlines(x, 0, y, colors='C0', lw=5)
        ax[i,j].set_ylim(0, 1)
        ax[i,j].plot(0, 0, label="N = {:3.2f}\nθ =
                           {:3.2f}".format(n,p), alpha=0)
        ax[i,j].legend()
   ax[2,1].set_xlabel('y')
   ax[1,0].set_ylabel('p(y|θ, N)')
   ax[0,0].set_xticks(x)

На рис.  1.3 показано девять биномиальных распределений, каждая схема 
снабжена собственным описанием (легендой), определяющим значения пара-
метров. Отметим, что на этих графиках указаны значения по оси y. Это сделано 
для того, чтобы вы могли сами проверить результаты: если сложить высоты 
всех столбцов на отдельной схеме, то получится 1, то есть для дискретных рас-
пределений высоты столбцов на схеме представляют действительные вероят-
ности.
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Рис. 1.3

Биномиальное распределение является обоснованным выбором для пред-
ставления правдоподобия. Можно видеть, что θ обозначает, насколько веро-
ятным является выпадение орла при подбрасывании монеты (это проще всего 
наблюдать при N = 1, но остается справедливым для любого значения N) – нуж-
но просто сравнить значение θ с высотой столбца для y = 1 (орлы).

Итак, если нам известно значение θ, то биномиальное распределение пока-
жет ожидаемое распределение выпадений орлов. Единственная проблема со-
стоит в том, что нам неизвестно значение θ. Но не следует отчаиваться, потому 
что в байесовской статистике при неизвестном значении параметра для него 
принимается априорная вероятность. Двинемся дальше и выберем априорную 
вероятность для θ.

Выбор априорной вероятности
В качестве априорной вероятности будет использоваться бета-распределе-
ние – наиболее часто применяемое распределение в байесовской статистике, 
которое описывается следующей формулой:

	 (1.10)

Если внимательно взглянуть на эту формулу, то можно заметить, что бе-
та-распределение похоже на биномиальное распределение, за исключением 
первого множителя, в котором используется только функция Γ. Первый мно-
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житель – это константа нормализации, которая обеспечивает равенство 1 при 
суммировании элементов распределения. Отметим, что здесь Γ – это грече-
ская заглавная (прописная) буква гамма, которая обозначает гамма-функцию. 
В формуле 1.10 также можно видеть, что бета-распределение имеет два пара-
метра, α и β. С помощью приведенного ниже кода исследуем третье использу-
емое нами распределение:
params = [0.5, 1, 2, 3]
x = np.linspace(0, 1, 100)
f, ax = plt.subplots(len(params), len(params), sharex=True,
                     sharey=True,
                     figsize=(8, 7), constrained_layout=True)
for i in range(4):
    for j in range(4):
        a = params[i]
        b = params[j]
        y = stats.beta(a, b).pdf(x)
        ax[i,j].plot(x, y)
        ax[i,j].plot(0, 0, label="α = {:2.1f}\nβ = {:2.1f}".format(a,
                     b), alpha=0)
        ax[i,j].legend()
ax[1,0].set_yticks([])
ax[1,0].set_xticks([0, 0.5, 1])
f.text(0.5, 0.05, 'θ', ha='center')
f.text(0.07, 0.5, 'p(θ)', va='center', rotation=0)

Рис. 1.4
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Мне действительно нравится бета-распределение и  все формы, которые 
можно получить из него, но почему мы воспользовались именно этим рас-
пределением для своей модели? Существует множество обоснований исполь-
зования бета-распределения для этой и других задач. Одно из обоснований 
состоит в  том, что бета-распределение ограничено интервалом от 0 до 1, 
точно так же, как параметр θ. В  общем случае бета-распределение исполь-
зуется, когда необходимо создать модель, пропорциональную биномиальной 
переменной. Другим обоснованием может служить универсальность бета-
распределения. На рис. 1.4 можно видеть, что бета-распределение принима-
ет несколько разнообразных форм (всегда ограниченных интервалом [0, 1]), 
в  том числе равномерное распределение, гаусс-подобные распределения 
и U-образные распределения. Третье обоснование: бета-распределение – это 
сопряженная априорная вероятность биномиального распределения (кото-
рое мы используем как представление правдоподобия). Сопряженное апри-
орное распределение правдоподобия – это априорная вероятность, которая 
при использовании в  сочетании с  заданным правдоподобием возвращает 
апостериорную вероятность в той же самой функциональной форме, в кото-
рой была представлена априорная вероятность. Проще говоря, каждый раз 
при использовании бета-распределения как априорной вероятности и бино-
миального распределения как правдоподобия мы получаем бета как апосте-
риорное распределение. Существуют и другие пары сопряженных априорных 
распределений, например нормальное распределение является сопряженным 
априорным распределением с самим собой. В течение долгого времени бай-
есовский анализ был ограничен применением сопряженных априорных рас-
пределений. Сопряженность обеспечивала удобство математического мани-
пулирования апостериорной вероятностью, а это весьма важно с учетом того, 
что общей проблемой байесовской статистики является получение конечного 
результата в виде апостериорной вероятности, которая не может быть разре-
шена аналитически. Это было камнем преткновения, пока не были разработа-
ны эффективные вычислительные методы для решения вероятностных задач. 
В главе 2 мы научимся применять современные вычислительные методы для 
решения байесовских задач вне зависимости от выбора сопряженных априор-
ных распределений или отказа от них. 

Получение апостериорной вероятности
Вспомним, что теорема Байеса (формула 1.4) определяет апостериорную веро-
ятность как пропорциональную произведению правдоподобия на априорную 
вероятность. Следовательно, в нашей задаче необходимо перемножить бино-
миальное распределение и бета-распределение:

	 (1.11)

Это выражение можно упростить. Из конкретных практических соображе-
ний можно отбросить все множители, которые не зависят от θ, при этом ре-
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зультат останется корректным. Поэтому выражение можно записать следую-
щим образом:

p(θ|y) µ θy(1 – θ)N–yθα–1(1 – θ)β–1.	 (1.12)

После очередного преобразования получаем:

p(θ|y) µ θy+α–1(1 – θ)N–y+β–1.	 (1.13)

При внимательном изучении полученной формулы можно заметить, что она 
имеет ту же функциональную форму, что и формула бета-распределения (за 
исключением нормализующего множителя) с учетом того, что αposterior = αprior + y  
и βposterior = βprior + N – y. В действительности апостериорное распределение для 
нашей задачи является бета-распределением:

p(θ|y) µ Beta(αprior + y, βprior + N – y).	 (1.14)

Вычисление и графическое отображение  
апостериорной вероятности
Теперь воспользуемся средствами языка Python для вычисления и  графиче-
ского отображения апостериорного распределения на основе аналитических 
формул, выведенных в предыдущем разделе. В следующем коде можно видеть, 
что в действительности только одна строка вычисляет результаты, тогда как 
все прочие предназначены для построения наглядных графических схем:
plt.figure(figsize=(10, 8))

n_trials = [0, 1, 2, 3, 4, 8, 16, 32, 50, 150]
data = [0, 1, 1, 1, 1, 4, 6, 9, 13, 48]
theta_real = 0.35

beta_params = [(1, 1), (20, 20), (1, 4)]
dist = stats.beta
x = np.linspace(0, 1, 200)

for idx, N in enumerate(n_trials):
    if idx == 0:
        plt.subplot(4, 3, 2)
        plt.xlabel('θ')
    else:
        plt.subplot(4, 3, idx+3)
        plt.xticks([])
    y = data[idx]
    for (a_prior, b_prior) in beta_params:
        p_theta_given_y = dist.pdf(x, a_prior + y, b_prior + N - y)
        plt.fill_between(x, 0, p_theta_given_y, alpha=0.7)
    plt.axvline(theta_real, ymax=0.3, color='k')
    plt.plot(0, 0, label=f'{N:4d} trials\n{y:4d} heads', alpha=0)
    plt.xlim(0, 1)
    plt.ylim(0, 12)
    plt.legend()
    plt.yticks([])
plt.tight_layout()
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0 испытаний
0 орлов

1 испытание
1 орел

4 испытания
1 орел

32 испытания
9 орлов

2 испытания
1 орел

8 испытаний
4 орла

50 испытаний
13 орлов

3 испытания
1 орел

16 испытаний
6 орлов

150 испытаний
48 орлов

Рис. 1.5

На самом первом (верхнем) графике рис. 1.5 показано состояние при нуле 
испытаний, следовательно, три кривые представляют априорные распределе-
ния вероятностей:

�� универсальное (синий цвет) априорное распределение, которое пред-
ставляет все возможные значения для отклонения, вероятно равного 
априори (то есть до испытания);

�� гаусс-подобное (оранжевый цвет) априорное распределение сконцент
рировано в центральной области около значения 0.5, таким образом, это 
априорное распределение совместимо с  информацией, сообщающей, 
что монета имеет более или менее равные шансы упасть вверх орлом 
или решкой при подбрасывании. Также можно сказать, что это апри-
орное распределение совместимо со степенью уверенности в том, что 
монета является «правильной». Несмотря на то что понятие степени уве-
ренности широко используется при обсуждении байесовского анализа, 
здесь мы предпочитаем говорить о моделях и параметрах, для которых 
информацию предоставляют данные;
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�� асимметричное (зеленый цвет) априорное распределение придает наи-
больший вес результатам с отклонением в сторону выпадения решки.

Все остальные графики на рис.  1.5 отображают апостериорные распреде-
ления для последовательно проводимых испытаний. Количество испытаний 
(подбрасываний монеты) и  количество выпавших орлов показано в  легенде 
каждого графика. Кроме того, на всех графиках изображена черная вертикаль-
ная линия на абсциссе 0.35, представляющая истинное значение для θ. Разуме
ется, в  реальных задачах это значение неизвестно, но здесь оно приведено 
только в учебных целях. Графики на рис. 1.5 могут помочь узнать очень много 
о байесовском анализе, так что приготовьте чашку своего любимого напитка 
и приступайте к внимательному изучению:

�� результатом байесовского анализа является апостериорное распреде-
ление, а не единственное значение, но распределение правдоподобных 
значений предоставляет данные и выбранную нами модель;

�� наиболее вероятное значение выбирается по моде апостериорного рас-
пределения (то есть по пиковому значению этого распределения);

�� размах (разброс) апостериорного распределения пропорционален не-
определенности, присущей значению параметра: чем больше размах 
распределения, тем меньше степень уверенности;

�� интуитивно мы более уверены в  результате, если наблюдаем больше 
данных, подтверждающих этот результат. Таким образом, даже если 
в числовом выражении 1/2 = 4/8 = 0.5, наблюдение четырех выпавших 
орлов в восьми испытаниях дает большую степень уверенности в том, 
что отклонение равно 0.5, нежели наблюдение одного выпавшего орла 
в двух испытаниях. Эта интуитивная уверенность отображается в апос
териорном распределении, так как можно проверить себя, если обра-
тить внимание на схему апостериорного распределения (синий цвет) на 
третьем и шестом графиках. Несмотря на то что мода одинакова, размах 
(неопределенность) больше на третьем графике, чем на шестом;

�� при наличии достаточно большого объема данных две и более байесов-
ские модели с различными априорными распределениями будут демон-
стрировать сходимость к одному и тому же результату. В экстремальном 
случае при бесконечных данных не имеет значения, какое априорное 
распределение используется – при любом распределении результатом 
является одно и  то же апостериорное распределение. Напомним, что 
бесконечность – это предельный случай, который не имеет числового 
выражения, поэтому с практической точки зрения существует возмож-
ность получения по существу не различающихся между собой апостери-
орных распределений при конечном и относительно небольшом коли-
честве точек данных;

�� скорость сходимости апостериорных распределений к  одной фор-
ме распределения зависит от данных и от модели. На рис. 1.5 можно 
видеть, что апостериорные распределения, происходящие от универ-
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сального априорного распределения (синий цвет) и  от априорного 
распределения с  отклонением в  сторону выпадения решек (зеленый 
цвет), быстрее сходятся к почти одинаковой форме распределения при 
большей длительности испытаний по сравнению с  апостериорным 
распределением, показанным оранжевым цветом (происходящим от 
концентрированного априорного распределения).  В действительности 
даже после 150 испытаний можно достаточно легко отличить апостери-
орное распределение, обозначенное оранжевым цветом, от двух других 
распределений;

�� по рис 1.5 не очевидно, что можно получить тот же результат, если по-
следовательно обновлять апостериорное распределение после каждого 
испытания вместо однократного итогового определения. Можно вычис-
лять апостериорное распределение 150 раз, добавляя по одному наблю-
дению испытания и  используя полученный результат как новое апри-
орное распределение, или можно один раз вычислить апостериорное 
распределение после 150 бросков монеты. Результат будет абсолютно 
одинаковым. Это свойство не только имеет особый (положительный) 
смысл, но также естественным образом приводит к обновлению наших 
прогнозов при получении новых данных. Подобная ситуация является 
вполне обычной при решении многих задач анализа данных.

Влияние априорной вероятности и методика ее выбора
Из примера, приведенного в  предыдущем разделе, понятно, что априорные 
вероятности могут влиять на логические выводы. В целом это положительное 
влияние. Предполагается, что априорные вероятности обладают этим свой-
ством. Начинающие изучать байесовский анализ (а также критики этой пара-
дигмы) часто испытывают легкое беспокойство по поводу выбора априорных 
вероятностей, поскольку им кажется нежелательным, чтобы априорная веро-
ятность действовала как цензор, не позволяющий данным говорить самим за 
себя. Это правильно, но следует помнить, что в действительности данные дале-
ко не всегда говорят, в лучшем случае они шепчут. Данные имеют смысл только 
в контексте выбранных нами моделей, включая математические и мысленные 
модели. В истории науки можно найти множество примеров, когда одни и те 
же данные приводили людей к различному восприятию и образу мышления 
в одной области. Такое может происходить, даже если взгляды и выводы ис-
следователя основаны на формальных моделях.

Некоторым людям нравится идея использования неинформативных апри-
орных вероятностей (также называемых плоскими, неопределенными (не-
четкими) или диффузными априорными вероятностями). Этот тип априор-
ных вероятностей оказывает наименьшее возможное воздействие на анализ. 
Можно воспользоваться этой идеей, но, вообще говоря, есть возможность 
выбрать более эффективное решение. На протяжении этой книги мы будем 
следовать рекомендациям Гельмана (Andrew Gelman), МакЭлриса (McElreath), 
Крушке (John Kruschke) и многих других, то есть отдадим предпочтение сла-
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бо информативным (или не вполне информативным) априорным вероятно-
стям. При решении многих задач часто известно кое-что о значениях, которые 
могут принимать параметры, то есть можно знать, что диапазон параметра 
ограничен только положительными значениями, или известен приблизитель-
ный возможный интервал его значений, или можно предположить, что зна-
чение параметра близко к нулю или меньше/больше некоторого конкретного 
значения. В таких случаях можно использовать априорные вероятности для 
передачи некоторой нечеткой («слабой») информации в применяемые моде-
ли, не боясь оказаться излишне настойчивыми. Поскольку такие априорные 
вероятности действуют как факторы, позволяющие сохранять апостериорное 
распределение в определенных разумных границах, их также называют регу-
ляризирующими априорными вероятностями. Использование информатив-
ных априорных вероятностей также является возможным вариантом, если мы 
располагаем высококачественной информацией для определения априорной 
вероятности. Информативные априорные вероятности – это весьма строгие 
априорные вероятности, содержащие и  передающие большой объем инфор-
мации. В зависимости от конкретной задачи нахождение этого типа априор-
ной вероятности может оказаться простым или сложным делом. Например, 
в области науки, которой занимаюсь я (структурная биоинформатика), иссле-
дователи применяют как байесовские, так и отличающиеся от них методики. 
Здесь вся предварительная (априорная) информация, которую можно исполь-
зовать для изучения и особенно прогнозирования, – это структура протеинов. 
Это прочное обоснование, так как нами собраны данные из тысяч тщатель-
но запланированных и  проведенных экспериментов в течение десятилетий, 
следовательно, в  нашем распоряжении имеется огромный объем надежной 
и достоверной предварительной информации для дальнейших исследований. 
Не воспользоваться этой априорной информацией было бы абсурдом. Отсю-
да главный вывод: если имеется надежная предварительная информация, то 
нет никаких причин отказываться от ее использования. Не следует принимать 
во внимание довольно бессмысленное возражение по поводу того, что быть 
объективным  – значит отбрасывать всю полезную значимую информацию. 
Представьте, что было бы, если бы инженер по проектированию автомобилей, 
каждый раз приступая к созданию новой машины, начинал бы с нуля и вновь 
изобретал двигатель внутреннего сгорания, колесо и вообще всю концепцию 
современного автомобиля. Это абсолютно неподходящий метод для эффек-
тивной работы.

Возможность классификации априорных вероятностей по категориям, со-
ответствующим их относительной мощности (в смысле информативности), не 
делает более легким выбор одной из них. Возможно, лучше было бы совсем 
отказаться от априорных вероятностей – это упростило бы моделирование, не 
так ли? Вероятно, это так, но не всегда. Априорные вероятности могут улуч-
шить поведение моделей, придать им более эффективные обобщающие свой-
ства и помочь передать для нас полезную информацию. Кроме того, любая мо-
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дель, байесовская или другая, обладает некоторой разновидностью априорной 
вероятности в той или иной форме, даже если априорная вероятность явно не 
определяется. В  действительности многие результаты частотной статистики 
могут рассматриваться как особые случаи байесовской модели при опреде-
ленных обстоятельствах, таких как плоские априорные вероятности. Широко 
применяемый метод частотной статистики для оценки параметров известен 
как метод максимального правдоподобия. Этот метод избегает определения 
априорной вероятности и действует только посредством поиска значения θ, 
которое дает максимальное правдоподобие. Это значение обычно записывают 
с добавлением небольшого символа (циркумфлекса) над буквой оцениваемого 
параметра, например θ̂ или иногда θmle (или даже оба варианта). θ̂ – это точка 
оценки (число), а не распределение. В задаче о подбрасывании монеты это зна-
чение можно вычислить аналитически:

	 (1.15)

Если вернуться к рис. 1.5, то можно самостоятельно проверить, что мода обо-
значенного синим цветом апостериорного распределения (соответствующего 
равномерной/плоской априорной вероятности) согласовывается со значения
ми θ̂, вычисленными для каждого графика. Поэтому, по крайней мере в этом 
примере, можно видеть, что даже если метод максимального правдоподобия 
не обращается в явном виде к какой-либо априорной вероятности, его можно 
считать особым случаем байесовской модели, относящейся к типу с равномер-
ной априорной вероятностью.

В действительности практически невозможно уйти от априорных вероят-
ностей, но если они включаются в анализ, то мы получаем некоторые преиму
щества, в  том числе распределение правдоподобных значений, а  не един-
ственное, наиболее вероятное значение. Другим преимуществом явного 
использования априорных значений является формирование более прозрач-
ных моделей, то есть упрощается их критическая оценка, отладка (в самом ши-
роком смысле этого слова) и усовершенствование (как можно надеяться). Соз-
дание моделей – итеративный процесс, иногда итерации занимают несколько 
минут, иногда на это уходят  годы. Иногда в  этом процессе участвуете толь-
ко вы, иногда к работе привлекаются люди, с которыми вы до этого не были 
знакомы. Добавляют сложность проблемы воспроизводимости (результатов) 
и  очевидные предварительные предположения о  модели. Кроме того, ничто 
не мешает использовать более одной априорной вероятности (или функции 
правдоподобия) для выполняемого анализа, если мы не уверены в каком-ли-
бо одном типе. Изучение эффектов от применения различных априорных ве-
роятностей также может предоставлять ценную информацию исследователю. 
Неотъемлемой частью процесса моделирования являются предположения, 
требующие проверки, и использование априорных вероятностей (и функций 
правдоподобия). Различные предварительные предположения приводят к соз-
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данию разнообразных моделей и, вероятнее всего, к различным результатам. 
Используя данные и собственную область знаний о конкретной решаемой за-
даче, мы получаем возможность сравнивать модели и при необходимости вы-
бирать наилучший вариант. В главе 5 «Сравнение моделей» мы более подробно 
рассмотрим эту тему. Поскольку априорные вероятности играют главную роль 
в байесовской статистике, мы продолжим обсуждать их свойства и характерис
тики при рассмотрении решения каждой новой задачи. И даже если у вас все 
же остаются сомнения и небольшое недопонимание, наберитесь терпения и не 
беспокойтесь – многие люди десятилетями сомневались и недопонимали эту 
тему, а активные дискуссии продолжаются и сейчас.

Взаимодействие с байесовским анализом
Создание отчетов и обмен результатами – это центральный пункт в практи-
ческом применении статистики и науки о данных. В этом разделе кратко рас
сматриваются характерные особенности этой задачи при работе с  байесов-
скими моделями. В следующих главах продолжится рассмотрение примеров, 
связанных с этой весьма важной темой.

Нотация и визуализация модели
Если необходимо обменяться результатами анализа (или опубликовать их), то 
вы должны также обеспечить обмен информацией с используемой моделью. 
Общепринятая нотация (система записи) для компактного представления ве-
роятностных моделей выглядит следующим образом:

θ  Beta(α, β); 
y  Bin(n=1, p=θ).	 (1.16)

Это простая модель, которая используется в  примере с  подбрасыванием 
монеты. Как вы помните, символ  (тильда) означает, что переменная слева 
от него является случайной переменной, описанной формулой распределе-
ния, расположенной в правой части. В большинстве контекстов символ тильда 
используется для обозначения того факта, что переменная принимает неко-
торое значение, определяемое лишь приблизительно, но при рассмотрении 
вероятностных моделей необходимо интерпретировать этот символ как «пе-
ременная определяется распределением». Таким образом, можно говорить, 
что переменная θ определяется бета-распределением с  параметрами α и β, 
а переменная y определяется биномиальным распределением с параметрами 
n = 1 и p = θ. Эту же модель можно представить графически с помощью диа-
грамм Крушке (рис. 1.6).

На первом уровне диаграммы показана априорная вероятность, которая 
генерирует значения для θ, ниже – функция правдоподобия, и на самом ниж-
нем уровне – данные y. Стрелки показывают отношения между переменными, 
а  символ  отображает случайную (стохастическую) природу этих перемен-
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ных. Все диаграммы Крушке в этой книге выполнены с использованием шаб
лонов, предоставленных Расмусом Боотом (Rasmus Bååth) (http://www.sumsar.
net/blog/2013/10/diy-kruschke-style-diagrams/).

бета-распределение

биномиальное  
распределение

Рис. 1.6

Обобщение апостериорного распределения
Результатом байесовского анализа является апостериорное распределение, 
а вся информация о параметрах исследуемого набора данных и модели содер-
жится в  апостериорном распределении. Таким образом, обобщая апостери-
орное распределение, мы обобщаем логические выводы о модели и о данных. 
Общепринятым практическим методом является отчет по каждому парамет
ру с указанием среднего значения (или моды, или срединного значения) для 
получения общего представления о размещении распределения и некоторой 
меры, например такой, как стандартное (среднеквадратическое) отклонение, 
а также для получения представления о вариации, следовательно, о неопреде-
ленности полученной оценки. Стандартное отклонение хорошо подходит для 
распределений нормального типа, но может оказаться ошибочным для других 
типов распределений, таких как асимметричные распределения.

Плотность апостериорного распределения
Широко применяемым приемом для обобщения размаха апостериорного рас-
пределения является использование интервала плотности апостериорного 
распределения (Highest-Posterior Density – HPD). Интервал плотности апосте-
риорного распределения (ПАР) – это самый короткий интервал, содержащий 
определенную часть плотности распределения. Чаще всего применяется ин-
тервал ПАР 95 %, часто дополняемый 50%-ным интервалом ПАР. Если интер-
вал ПАР 95 % для некоторого анализа [2–5], то для исследуемых данных и ис-

http://www.sumsar.net/blog/2013/10/diy-kruschke-style-diagrams/
http://www.sumsar.net/blog/2013/10/diy-kruschke-style-diagrams/
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пользуемой модели можно считать, что рассматриваемый параметр имеет 
значение в интервале от 2 до 5 с вероятностью 0.95.

	 Выбор 95 %, 50 % или любого другого значения не имеет какого-либо особого смысла. 
Это просто произвольно выбираемые часто используемые значения. При желании мож-
но выбрать интервал ПАР 91.37 %. Если вы предпочитаете интервал ПАР 95 %, то это 
правильный выбор, следует помнить, что фактически это значение по умолчанию. В иде-
альном случае интервал ПАР не устанавливается автоматически, а должен выбираться 
в зависимости от текущего контекста.

ArviZ – это пакет языка Python для выполнения анализа данных с исполь-
зованием байесовских моделей. ArviZ содержит множество функций, помо-
гающих обобщить апостериорное распределение, например az.plot_posterior 
может использоваться для генерации графика со средним значением и интер-
валом ПАР. В приведенном ниже примере вместо апостериорного распреде-
ления по результатам реально выполненного анализа генерируется случайная 
выборка из бета-распределения:
np.random.seed(1)
az.plot_posterior({'θ':stats.beta.rvs(5, 11, size=1000)})

среднее значение = 0.3

94 % ПАР

Рис. 1.7

Отметим, что на рис. 1.7 указан интервал ПАР 94 %. Это еще одно ненавяз-
чивое напоминание о произвольности выбора значения 95 %. При каждом вы-
числении и  указании в  отчете ПАР ArviZ по умолчанию будет использовать 
значение 0.94 (соответствующее 94 %). Это значение можно изменить, пере-
давая в аргументе credible_interval другое число.
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	 Если вы знакомы с  парадигмой частотной вероятности, то обратите внимание на то, 
что интервалы ПАР – это не то же самое, что доверительные интервалы (confidence 
intervals). Интерпретация интервала ПАР весьма интуитивна до такой степени, что люди 
часто неправильно воспринимают частотные доверительные интервалы как байесов-
ские доверительные интервалы (Bayesian credible intervals). Выполнение полноценного 
байесовского анализа позволяет говорить о вероятности того, что некоторый параметр 
имеет некоторое значение. Но это невозможно в среде частотной статистики, так как 
параметры имеют фиксированные значения по факту, таким образом, частотный дове-
рительный интервал либо содержит, либо не содержит истинное значение параметра.

Проверки апостериорного прогнозируемого 
распределения
Одним из полезных элементов байесовского комплекта инструментальных 
средств является наличие апостериорного распределения вероятностей, что 
позволяет использовать апостериорное распределение p(θ|y) для генерации 
прогнозов ŷ на основе данных y и предполагаемых оценочных параметров θ. 
Апостериорное прогнозируемое распределение выражается следующей фор-
мулой:

p(ŷ|y) = ∫p(ŷ|θ)p(θ|y)dθ.	 (1.17)

Таким образом, апостериорное прогнозируемое распределение является 
усреднением условных прогнозов по апостериорному распределению пара-
метра θ. С теоретической точки зрения (и с точки зрения выполнения вычис-
лений) интеграл в формуле 1.17 можно приближенно представить в виде ите-
ративного процесса, состоящего из следующих двух этапов:

1)	 выбор значения θ из апостериорного распределения p(θ|y);
2)	� передача выбранного значения θ в функцию правдоподобия (или, други-

ми словами, выборочное распределение), позволяющую получить точку 
данных y~.

	 Следует особо отметить, как в этом процессе объединяются два источника неопреде-
ленности: неопределенность параметров в том виде, в котором она фиксируется апос­
териорным распределением, и неопределенность выборки в том виде, в котором она 
принимается функцией правдоподобия.

Генерируемые прогнозы y~ могут использоваться в  тех случаях, когда не-
обходимо сделать, если можно так выразиться, собственно прогнозы. Но их 
также можно использовать для критического обзора моделей при сравнении 
наблюдаемых данных y и прогнозируемых данных y~ для выявления различий 
между этими двумя наборами. Этот процесс называют проверками апостери-
орного прогнозируемого распределения (posterior predictive checks). Главная 
цель – проверка собственной согласованности и целостности. Сгенерирован-
ные и  наблюдаемые данные должны выглядеть более или менее одинаково, 
в противном случае явно существует проблема, возникшая при моделирова-
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нии или при передаче данных в модель. Но даже при отсутствии ошибок могут 
существовать различия. Попытка понять природу этого несоответствия может 
привести к усовершенствованию моделей или, по крайней мере, к пониманию 
их ограничений. Знание того, какие части задачи/данных точно соответствуют 
модели, а какие не вполне соответствуют, предоставляет полезную информа-
цию, даже если неизвестно, как можно усовершенствовать модель. Применя-
емая модель может правильно сохранить усредненное поведение исследуе-
мых данных, но совершать критические ошибки при прогнозировании редко 
встречающихся значений. Это может стать проблемой на практике, но если 
нас интересует только среднестатистический результат, то такая модель может 
быть признана вполне удовлетворительной. Главная цель проверок заключа-
ется не в том, чтобы объявить модель неправильной. Необходимо лишь узнать, 
какой части модели можно доверять, и попытаться проверить, достаточно ли 
хорошо подходит эта модель для достижения конкретной поставленной цели. 
Степень уверенности в выбранной модели может быть абсолютно различной 
в разных областях деятельности и науки. Физики могут изучать системы с пол-
ностью управляемыми условиями с использованием теорий высокого уровня 
абстракции, поэтому их модели часто выглядят как достаточно точные опи-
сания реальной действительности. Другие дисциплины, такие как социология 
и биология, изучают сложные, трудно поддающиеся изоляции системы, поэто-
му модели обычно имеют более слабый эпистемологический статус. Но в лю-
бом случае, независимо от любой области деятельности модели всегда должны 
проверяться, и одним из надежных способов являются проверки апостериор-
ного прогнозируемого распределения в совокупности с выводами, полученны-
ми при исследовательском анализе данных.

Резюме
Мы начали изучение байесовского анализа с очень краткого описания статис
тического моделирования, основ теории вероятности и представления теоре-
мы Байеса. Затем использовали задачу о подбрасывании монеты как основу 
для первоначального ознакомления с базовыми аспектами байесовского мо-
делирования и анализа данных. В этом классическом примере были продемон-
стрированы некоторые наиболее важные положения байесовской статистики, 
такие как использование распределений вероятности для создания моделей 
и для представления неопределенностей. Попытались как можно проще объ-
яснить практическое использование априорных вероятностей и применение 
их на равных основаниях с другими элементами, являющимися компонента-
ми процесса моделирования, такими как правдоподобие, или даже с постанов-
кой более обобщенных основополагающих вопросов, как, например: почему 
мы пытаемся решить некоторую конкретную задачу в первую очередь. Глава 
завершилась описанием методов интерпретации и  взаимодействия, то есть 
представления результатов байесовского анализа.
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На рис. 1.8 показан рабочий процесс (поток) байесовского анализа именно 
так, как он описан в этой главе, в одной из форм, предложенных Сумио Вата-
набе (Sumio Watanabe):

Истинное  
распределение Выборка

Процедура 
выборки

Контроль 
(валидация)

Прогнози-
рование

Статистический 
вывод

Прогнозируемое  
распределение

Апостериорное   
распределение

Рис. 1.8

Здесь мы полагаем, что истинное распределение (true distribution) в общем 
случае неизвестно (и кроме того, в принципе его узнать невозможно). Из этого 
распределения мы получаем конечную выборку (sample) как результат выпол-
нения эксперимента, опроса, наблюдения или имитации некоторого явления/
события. Для того чтобы обучиться чему-либо по истинному распределению 
с учетом того, что у нас есть возможность наблюдать только выборку, созда-
ется вероятностная модель. Двумя основными элементами вероятностной 
модели являются априорная вероятность и  правдоподобие. Используя соз-
данную модель и  выборку данных, мы выполняем байесовский статистиче-
ский вывод и получаем апостериорное распределение вероятностей (posterior 
distribution). В этом распределении содержится вся информация о решаемой 
задаче с учетом используемой модели и имеющихся данных. С точки зрения 
байесовского анализа апостериорное распределение является основным объ-
ектом нашего интереса, и вся прочая информация извлекается и выводится 
из апостериорного распределения, в том числе и  прогнозы в  форме апосте-
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риорного прогнозируемого распределения (posterior predictive distribution). 
Поскольку апостериорное распределение (и любые другие выводимые из него 
величины) представляет собой последовательный результат использования 
модели и  данных, полезность байесовских статистических выводов ограни-
чена качеством моделей и данных. Одним из способов оценки применяемой 
модели является сравнение апостериорного прогнозируемого распределения 
с конечной выборкой данных, полученной на первом этапе. Следует отметить, 
что апостериорное распределение – это распределение (значений) парамет
ров в модели (обусловленных наблюдаемыми выборками данных), тогда как 
апостериорное прогнозируемое распределение – это распределение прогно-
зируемых выборок данных (усредненных по апостериорному распределению). 
Процесс контрольной проверки (валидации) модели чрезвычайно важен не по-
тому, что нам необходима уверенность в правильности используемой модели, 
а поскольку такие проверки достаточно полезны в определенных контекстах. 
Даже если это не так, подобные проверки позволяют получить представление 
о том, как можно усовершенствовать модели.

В этой главе приведен краткий обобщающий обзор основных аспектов вы-
полнения байесовского анализа данных. Во всех последующих главах книги 
мы будем постоянно возвращаться к этим положениям и принципам, чтобы 
подтвердить их практикой и использовать как основу более развитых и рас-
ширенных концепций. В следующей главе будет рассматриваться PyMC3 – биб
лиотека на языке Python для байесовского моделирования и вероятностного 
машинного обучения, а также ArviZ – библиотека на языке Python для иссле-
довательского анализа байесовских моделей.

Упражнения
Нам неизвестно, работает ли в действительности человеческий мозг по байе-
совской методике, или по принципам, приблизительно похожим на байесов-
скую методику, или, может быть, в соответствии с некоторыми эволюционно 
развивающимися оптимизированными (более или менее) эвристиками. В лю-
бом случае, мы знаем, что можем обучаться с  помощью данных, примеров 
и  упражнений. Хотя скептики могут возразить, что люди ничему не учатся, 
приводя в качестве конкретных примеров войны или экономические системы, 
в которых главным является получение прибыли, а человеческое благополучие 
вообще не принимается во внимание. Но как бы то ни было, я рекомендую вы-
полнять все упражнения, предлагаемые в конце каждой главы.

1.	� Какое из приведенных ниже выражений соответствует высказыванию: 
«Вероятность того, что 9 июля 1816 года был солнечный день»?
–  p(солнечно)
–  p(солнечно|июль)
–  p(солнечно|9 июля 1816 года)
–  p(9 июля 1816 года|солнечно)
–  p(солнечно, 9 июля 1816 года) / p(9 июля 1816 года)
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2.	� Докажите, что вероятность выбора человека при случайном и  произ-
вольном выборе папы римского не равна вероятности того, что папа 
является человеком. В мультипликационном сериале Футурама (Косми-
ческий) папа является рептилией. Как это изменит ваши предыдущие 
вычисления?

3.	� В следующем определении вероятностной модели укажите априорную 
вероятность и функцию правдоподобия:

yi  Normal(μ, σ) 
μ  Normal(0, 10) 
σ  HalfNormal(25)

4.	� В модели из предыдущего упражнения определите, сколько параметров 
будут иметь апостериорное распределение вероятностей. Сравните ре-
зультат с моделью для задачи о подбрасывании монеты.

5.	 Запишите теорему Байеса для модели из упражнения 3.
6.	� Предположим, что имеется две монеты. При подбрасывании первой мо-

неты в половине случаев выпадают решки, в половине случаев – орлы. 
Вторая монета несимметричная («мошенническая») – при ее подбрасы-
вании всегда выпадают орлы. Если наугад взять одну из монет и при ее 
подбрасывании получить орел, то какова вероятность того, что эта моне-
та является несимметричной?

7.	� Измените исходный код примера, в  котором генерируются схемы на 
рис. 1.5, чтобы добавить пунктирную вертикальную линию, показываю
щую отношение орел/(количество бросков). Сравните расположение 
этой линии с модой апостериорного распределения на каждом графике 
рис. 1.5.

8.	� Попробуйте получить схемы, отличающиеся от показанных на рис. 1.5, 
используя другие априорные вероятности (beta_params) и другие данные 
(испытания и данные).

9.	� Исследуйте различные параметры для графиков гауссова, биномиально-
го и бета-распределения (рис. 1.1, 1.3 и 1.4 соответственно). Другой вари-
ант: возможно, потребуется генерация графика единого распределения 
вместо совмещения распределений в одной координатной сетке.

10.	 Прочитайте статью «Правило Кромвеля» в Википедии:
https://ru.wikipedia.org/wiki/Правило_Кромвеля.

11.	� Прочитайте статью о  вероятности и  «голландской книге» (Dutch book) 
в Википедии (англ.):
https://en.wikipedia.org/wiki/Dutch_book.

https://ru.wikipedia.org/wiki/Правило_Кромвеля
https://en.wikipedia.org/wiki/Dutch_book


Глава 2
Вероятностное 

программирование

«Наши големы редко имеют физическую фор-
му, чаще всего они сделаны из той глины, ко-
торая существует в  кремниевых микросхемах 
в виде компьютерного кода».

– Ричард МакЭлрис

После того как мы получили общее представление о байесовской статистике, 
можно приступить к  изучению процесса создания вероятностных моделей 
с  использованием вычислительных инструментальных средств. Более кон-
кретно, мы будем изучать вероятностное программирование с использовани-
ем библиотеки PyMC3. Основная идея состоит в том, чтобы определять модели 
с помощью программного кода, а затем использовать их для решения задачи 
более или менее автоматизированным способом. Такой подход применяется 
не потому, что мы слишком ленивы, чтобы изучать математические методы 
решения, и не потому, что мы «элитные крутые хакеры-программисты». Важ-
ная причина такого выбора заключается в том, что многие модели не сводятся 
к аналитической законченной форме, поэтому решение для таких моделей мо-
жет быть найдено только с использованием численных методов.

Другим обоснованием необходимости изучения вероятностного програм-
мирования является тот факт, что современная байесовская статистика в ос-
новном выполняется посредством написания программного кода, а посколь-
ку мы уже знаем Python, то почему бы нам не воспользоваться этим языком 
для достижения еще одной цели. Вероятностное программирование предла-
гает эффективный способ создания и решения сложных моделей и позволя-
ет сосредоточиться главным образом на проектировании, усовершенствова-
нии и интерпретации модели и меньше времени тратить на математические 
и вычислительные подробности. В этой и последующих главах мы будем ис-
пользовать PyMC3, чрезвычайно универсальную и гибкую библиотеку языка 
Python для вероятностного программирования, а также ArviZ, новую библио
теку Python, которая поможет интерпретировать результаты, полученные от 
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вероятностных моделей. Кроме того, знание PyMC3 и ArviZ поможет изучать 
сложные современные концепции байесовского анализа с более практической 
точки зрения.

В этой главе рассматриваются следующие темы:
�� вероятностное программирование;
�� основы использования библиотеки PyMC3;
�� другое решение задачи о подбрасывании монеты;
�� обобщение апостериорного распределения вероятностей;
�� модели Гаусса и t-распределения Стьюдента;
�� сравнение групп и размер эффекта;
�� иерархические модели и сокращение.

Вероятностное программирование
С теоретической точки зрения байесовская статистика очень проста: у нас есть 
знания (известные факты) и незнания (неизвестные факты) и мы используем 
теорему Байеса для выяснения неизвестных фактов в зависимости от условий, 
определяемых известными фактами. Если повезет, то этот процесс позволит 
снизить степень неопределенности, присущую неизвестным фактам (то есть 
уменьшить наши незнания). В общем случае знания или известные факты на-
зывают данными и считают их постоянными (или условно постоянными), а не-
знания или неизвестные факты называют параметрами и интерпретируют их 
как распределения вероятностей. Если применить более строгую терминоло-
гию, то распределения вероятностей ставятся в соответствие неизвестным ве-
личинам. Затем теорема Байеса используется для преобразования априорного 
распределения вероятностей p(θ) в  апостериорное распределение вероятно-
стей p(θ|y). Несмотря на теоретически простую концепцию, полные вероят-
ностные модели часто приводят к результатам, которые невозможно описать 
аналитическими выражениями. В течение многих лет это являлось действи-
тельно крупной проблемой и, возможно, одной из главных причин, препят-
ствующих широкому применению байесовских методов.

С наступлением эпохи компьютеров и активной разработки вычислитель-
ных методов появилась возможность, – по крайней мере, теоретическая, – ре-
шения любой задачи статистического вывода, которая кардинальным образом 
изменила практическое применение байесовского анализа данных. Можно 
считать эти вычислительные методы универсальными механизмами стати-
стического вывода или, подобно Томасу Виецки (Thomas Wiecki), одному из 
основных разработчиков библиотеки PyMC3, называть их «кнопкой статис
тического вывода». Возможность автоматизации процессов статистическо-
го вывода привела к  разработке языков вероятностного программирования 
(probabilistic programming languages  – PPL), позволяющих полностью разде-
лить процессы создания модели и статистического вывода.

В рабочей среде языка вероятностного программирования пользователи 
определяют полную вероятностную модель, записывая несколько строк кода, 
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после чего процесс статистического вывода выполняется автоматически. 
Можно ожидать, что вероятностное программирование окажет огромное воз-
действие на науку о данных и другие научные дисциплины, позволяя иссле-
дователям-практикам создавать сложные вероятностные модели с меньшими 
затратами времени и с меньшей вероятностью ошибок. Возможно, удачной ана-
логией предполагаемого воздействия языков вероятностного программирова-
ния на научные вычисления может являться появление языка программирова-
ния Fortran более шестидесяти лет назад. В наши дни Fortran в определенной 
степени сдал свои позиции, но в свое время он считался весьма революцион-
ным достижением. В первую очередь ученые получили возможность меньше 
внимания уделять подробностям вычислений и сосредоточиться на создании 
вычислительных методов, моделей и имитаций более естественным образом. 
Ситуация очень похожа на недавнее появление языков вероятностного про-
граммирования, которые скрывают от пользователей подробности обработки 
вероятностей и  выполнения статистических выводов, позволяя сосредото-
читься на подробном описании модели и анализе полученных результатов.

В этой главе будет рассматриваться практическое использование библиоте-
ки PyMC3 для определения и решения моделей. Мы будем считать «кнопку ста-
тистического вывода» черным ящиком, который выдает корректные выборки 
из апостериорного распределения вероятностей. Используемые здесь методы 
являются стохастическими (случайными, вероятностными), поэтому выборки 
будут различными при каждом конкретном обращении к тому или иному ме-
тоду. Но если процесс статистического вывода работает как предполагалось, то 
выборки будут оставаться репрезентативными по отношению к апостериор-
ному распределению, следовательно, мы будем приходить к одному и тому же 
заключительному выводу по любой из этих выборок. Подробности всего про-
исходящего незаметно для нас при нажатии «кнопки статистического вывода», 
а также методы проверки достоверности и надежности получаемых выборок 
будут подробно рассматриваться в главе 8 «Механизмы статистического вы-
вода».

Основы использования библиотеки PyMC3
PyMC3 – это библиотека языка Python для вероятностного программирования. 
На момент написания этой книги самой последней была версия 3.6. Библиоте-
ка PyMC3 предлагает очень простой и интуитивно понятный синтаксис, кото-
рый легко читать. Этот синтаксис почти совпадает с нотацией, используемой 
в статистической литературе для описания вероятностных моделей. Основной 
код библиотеки PyMC3 написан на языке Python, а в частях, зависимых от ин-
тенсивных вычислений, используются библиотеки NumPy и Theano.

Theano – это библиотека языка Python, которая изначально была разрабо-
тана для поддержки глубокого обучения. Она позволяет эффективно опреде-
лять, оптимизировать и оценивать математические выражения, содержащие 
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многомерные массивы. Главная причина использования Theano в библиотеке 
PyMC3 состоит в том, что для некоторых методов выборки, таких как NUTS, 
требуется вычисление градиентов, а библиотека Theano предоставляет мето-
ды вычисления градиентов с использованием автоматического дифференци-
рования. Кроме того, Theano компилирует код Python в код на языке C, таким 
образом обеспечивая действительно высокую скорость работы PyMC3. Это все, 
что необходимо знать о библиотеке Theano, чтобы использовать PyMC3. Бо-
лее подробную информацию можно получить из официального руководства 
по библиотеке Theano: http://deeplearning.net/software/theano/tutorial/index.
html#tutorial.

	 Возможно, вы слышали о том, что активная разработка библиотеки Theano в настоящее 
время не выполняется, но это не является причиной для беспокойства. Разработчики 
PyMC будут заниматься текущим сопровождением Theano, обеспечивая работу этой 
библиотеки в качестве вспомогательного инструментального средства для PyMC3 в те-
чение нескольких следующих лет. В то же время разработчики PyMC оперативно зани-
маются созданием библиотеки-преемника PyMC3. Вероятнее всего, она будет основана 
на библиотеке TensorFlow, используемой в качестве ядра, хотя в настоящее время рас-
сматриваются и другие варианты. Подробнее об этой перспективной разработке можно 
узнать в блоге: https://medium.com/@pymc_devs/theano-tensorflow-and-the-future-of-
pymc-6c9987bb19d5.

Решение задачи о подбрасывании монет с использованием 
библиотеки PyMC3
Вернемся к задаче о подбрасывании монеты, которая рассматривалась в гла-
ве 1, но теперь используем для ее решения библиотеку PyMC3. Воспользуемся 
теми же синтезированными данными, которые использовались в главе 1. По-
скольку данные генерируются, нам известно истинное значение параметра θ, 
который имеет имя theta_real в приведенном ниже коде. Разумеется, для ре-
ального набора данных значение этого параметра будет неизвестным.
np.random.seed(123)
trials = 4
theta_real = 0.35 # в реальном эксперименте это значение неизвестно
data = stats.bernoulli.rvs(p=theta_real, size=trials)

Подробное описание модели
У нас есть данные, теперь необходимо определить модель. Напомним, что этот 
процесс включает определение функции правдоподобия и априорной вероят-
ности с использованием распределений вероятностей. Для функции правдо-
подобия воспользуемся биномиальным распределением с параметрами n = 1 
и p = θ, а для априорной вероятности применим бета-распределение с пара-
метрами α = β = 1. Бета-распределение с такими параметрами равнозначно 
равномерному распределению в  интервале [0,1]. В  математической нотации 
можно записать эту модель следующим образом:

http://deeplearning.net/software/theano/tutorial/index.html#tutorial
http://deeplearning.net/software/theano/tutorial/index.html#tutorial
https://medium.com/@pymc_devs/theano-tensorflow-and-the-future-of-pymc-6c9987bb19d5
https://medium.com/@pymc_devs/theano-tensorflow-and-the-future-of-pymc-6c9987bb19d5
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θ  Beta(α, β); 
y  Bern(n = 1, p = θ).	 (2.1)

Эту статистическую модель практически без изменений можно преобразо-
вать в код, использующий библиотеку PyMC3:
with pm.Model() as our_first_model:
    θ = pm.Beta('θ', alpha=1., beta=1.)
    y = pm.Bernoulli('y', p=θ, observed=data)
    trace = pm.sample(1000, random_seed=123)

В первой строке кода создается контейнер для используемой модели. 
Весь код, расположенный внутри блока with, автоматически добавляется 
в  объект our_first_model. Это можно считать синтаксическим сахаром для 
упрощения определения модели, поскольку нет необходимости вручную 
определять переменные для этой модели. Во второй строке определяется 
априорная вероятность. Как видите, синтаксис очень похож на математи-
ческую нотацию.

	 Необходимо обратить особое внимание на двукратное использование имени θ: сначала 
как переменной языка Python, затем в качестве первого аргумента функции Beta. Ис-
пользование одного и того же имени является нормальным практическим приемом для 
того, чтобы избежать путаницы в данном случае. Переменная θ – случайная переменная 
(величина), это не число, а  объект, представляющий распределение вероятностей, по 
которому можно генерировать случайные числа и плотности вероятностей.

В третьей строке определяется функция правдоподобия. Синтаксис почти 
тот же, что при определении априорной вероятности, за исключением того, 
что данные передаются с использованием аргумента observed. Это способ, ко-
торым мы сообщаем библиотеке PyMC3 о том, что необходимо определить ус-
ловие для неизвестного по известному (data). Наблюдаемые значения могут 
быть переданы как список языка Python, кортеж, массив NumPy или фрейм 
данных DataFrame в формате Pandas.

Итак, полное определение модели завершено. Согласитесь, это было корот-
ко, ясно и совсем не сложно.

Нажимаем «кнопку статистического вывода»
Последний этап – та самая «кнопка статистического вывода». Мы запрашива-
ем 1000 элементов выборки из апостериорного распределения и сохраняем их 
в объекте trace. За одной простой строкой PyMC3 скрывает сотни умпа-лумпа1, 
поющих и  готовящих превосходный байесовский статистический вывод для 
пользователя. Это, конечно же, метафора, но PyMC3 действительно автомати-
зирует огромное количество операций и задач. После запуска кода примера, 
приведенного выше, вы получите сообщение, подобное следующему:

1	 Трудолюбивые маленькие человечки, персонажи книги Роалда Дала «Чарли и шоко-
ладная фабрика» и фильма, снятого по этой книге. – Прим. перев.
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Auto-assigning NUTS sampler...
Initializing NUTS using jitter+adapt_diag...
Multiprocess sampling (2 chains in 2 jobs)
NUTS: [θ]
100 %| |3000/3000 [00:00<00:00, 3695.42it/s]

В первой и второй строках сообщается, что PyMC3 автоматически выбирает 
для применения сэмплер NUTS (один из механизмов статистического вывода, 
который очень хорошо подходит для работы с непрерывными переменными) 
и  использует указанный метод для инициализации этого сэмплера. Третья 
строка говорит о том, что PyMC3 будет параллельно обрабатывать две цепоч-
ки, следовательно, мы получим две независимые выборки из апостериорного 
распределения по цене одной.

Точное число обрабатываемых цепочек определяется с учетом количества 
процессоров на используемом компьютере. Это число можно изменить, вос-
пользовавшись аргументом chains, передаваемым в функцию sample. В следую
щей строке указано, какие переменные включаются в выборку каждым сэмп
лером. В  данном конкретном примере эта строка не добавляет какой-либо 
новой информации. Поскольку для выборки используется механизм NUTS, об-
рабатывается единственная переменная θ. Но это не самый типичный случай, 
так как PyMC3 может назначать различные сэмплеры для обработки различ-
ных переменных. Это делается автоматически на основе тех свойств пере-
менных, которые определяют выбор наилучшего возможного сэмплера для 
каждой переменной. Пользователи могут вручную назначать сэмплеры с по-
мощью аргумента step, передаваемого в функцию sample.

В последней строке располагается индикатор процесса обработки с несколь-
кими метриками, показывающими скорость работы сэмплера, в том числе чис-
ло итераций в секунду. Если вы выполните код этого примера, то заметите, что 
индикатор процесса обработки обновляется чрезвычайно быстро. Выше при-
веден самый последний этап, когда сэмплер уже завершил работу. Справа от 
индикатора расположены числа 3000/3000, где первое число – это количество 
циклов обработки сэмплера (начиная с 1), а второе – общее количество элемен-
тов выборки. Отметим, что изначально мы запросили 1000 элементов выбор-
ки, но PyMC3 выполнил обработку 3000 элементов. По 500 элементов в цепоч-
ке предназначено для автоматической точной настройки алгоритма выборки 
(в  данном примере NUTS). Эта часть выборки отбрасывается по умолчанию. 
Далее в  каждой цепочке обрабатывается 1000 элементов, дающих итоговый 
результат, таким образом всего генерируется 3000 элементов. Этап точной на-
стройки помогает PyMC3 формировать надежную выборку из апостериорного 
распределения. Количество этапов точной настройки можно изменить с  по
мощью аргумента tune, передаваемого в функцию sample.

Обобщение апостериорного распределения
В общем случае первой задачей, выполняемой после выборки из апостериор-
ного распределения, является проверка визуального представления получен-
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ных результатов. Для решения этой задачи почти идеально подходит функция 
plot_trace из библиотеки ArviZ:
az.plot_trace(trace)

Рис. 2.1

Используя функцию az.plot_trace, мы получаем два отдельных графика для 
каждой ненаблюдаемой переменной. В  нашей модели единственной такой 
переменной является θ. Отметим, что y – это наблюдаемая переменная, пред-
ставленная данными, поэтому нет необходимости создавать по ней выборку, 
так как нам уже известны ее значения. На рис. 2.1 показаны два графика. Слева 
изображен график ядерной оценки плотности (ЯОП), представляющий собой 
сглаженную версию гистограммы. Справа приведены отдельные значения эле-
ментов выборки на каждом шаге процесса сэмплирования. По такому трасси-
ровочному графику можно визуально получить правдоподобные значения из 
апостериорного распределения. Вы должны сравнить этот результат примене-
ния библиотеки PyMC3 с результатом, полученным аналитическим методом 
в примере из предыдущей главы.

Библиотека ArviZ предоставляет несколько других типов графиков, помога-
ющих интерпретировать процесс трассировки. Эти графики будут использо-
ваться в следующих примерах. Кроме того, может потребоваться обобщение 
процесса трассировки в  числовом выражении. Для этого можно воспользо-
ваться функцией az.summary, которая возвращает объект DataFrame библиотеки 
pandas:
az.summary(trace)

Таблица 2.1

Среднее 	
значение 
(mean)

Стандартное 	
распределение 
(sd)

mc_error ПАР 
(hpd) 3 %

ПАР (hpd) 
97 %

eff_n r_hat

θ 0.33 0.18 0.0 0.02 0.64 847.0 1.0

Здесь мы получаем среднее значение (mean), стандартное отклонение (sd) 
и  интервал 94  % плотности апостериорного распределения (ПАР  – hpd 3  % 
и hpd 97 %). Как уже отмечалось в главе 1, эти числовые характеристики можно 
использовать для интерпретации и создания отчета о результатах байесовско-
го статистического вывода. Две последние метрики относятся к диагностиро-
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ванию выборок. Более подробно об этом вы узнаете в главе 8 «Механизмы ста-
тистического вывода».

Другим способом визуального обобщения апостериорного распределения 
является использование функции plot_posterior из библиотеки ArviZ. В преды-
дущей главе мы уже пользовались этим представлением распределения для 
имитации апостериорного распределения вероятностей. Теперь применим дан-
ный метод для реального апостериорного распределения. По умолчанию plot_
posterior выводит гистограмму для дискретных переменных и ядерную оценку 
плотности (ЯОП) для непрерывных переменных. Также указывается среднее 
значение (можно запросить срединное значение или моду, используя для это-
го аргумент функции point_estimate) и ПАР 94 % в виде черной линии в нижней 
части графика. Для ПАР могут быть установлены различные интервалы значе-
ний с помощью аргумента credible_interval. Этот тип графика был представлен 
Джоном К. Крушке (John K.Kruschke) в его книге «Doing Bayesian Data Analysis»:
az.plot_posterior(trace)

среднее значение = 0.3

ПАР 94 %

Рис. 2.2

Решения на основе апостериорного распределения
Иногда описания апостериорного распределения вероятностей недостаточно. 
Часто необходимо принять какие-либо решения на основе полученных статис
тических выводов. Мы должны свести непрерывную оценку к дихотомии, то 
есть к выбору одного из двух вариантов: да-нет, здоров-болен, загрязненный-
чистый и т. д. Например, может потребоваться принятие решения о симмет
ричности или несимметричности конкретной монеты. Симметричной моне-
той считается та, для которой значение θ в точности равно 0.5. Можно сравнить 
это значение 0.5 с интервалом ПАР. На рис. 2.2 можно видеть, что интервал ПАР 
размещен от  0.02 до  0.71, таким образом, значение 0.5 включено в ПАР. 
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В соответствии с апостериорным распределением, полученным в нашем при-
мере, монета выглядит несимметричной с отклонением в сторону решек, но 
мы не можем с полной определенностью сделать заключение о возможности 
того, что монета является симметричной. Если необходимо более четкое и яс-
ное решение, то потребуется собрать больше данных, чтобы сократить интер-
вал разброса апостериорного распределения, или, возможно, нужно будет най-
ти способ определения более информативной априорной вероятности.

Пространство практической равнозначности (ППР)
Строго говоря, вероятность наблюдения точного значения 0.5 (то есть значе-
ния с бесконечной последовательностью хвостовых нулей) почти равна нулю. 
Кроме того, на практике обычно никто не заботится о получении абсолютно 
точных результатов, необходимы результаты в определенных границах допус
тимой погрешности. Поэтому в  действительности можно ослабить опреде-
ление подлинности (симметричности) монеты и сказать, что симметричной 
монете соответствует значение θ, приблизительно равное 0.5. Например, мож-
но утверждать, что любое значение в интервале [0.45, 0.55] будет практически 
равным 0.5 и представлять собой приемлемое решение нашей задачи. Этот ин-
тервал называют пространством практической равнозначности (ППР) (Region 
of Practical Equivalence – ROPE). После определения ППР мы сравниваем его 
с плотностью апостериорного распределения (ПАР). При таком сравнении воз-
можны как минимум три варианта:

�� ППР не пересекается с ПАР, поэтому можно утверждать, что монета не-
симметрична;

�� ППР полностью включает в  себя весь интервал ПАР, поэтому можно 
утверждать, что монета симметрична;

�� ППР частично пересекается с ПАР, при этом невозможно точно опреде-
лить симметричность или несимметричность монеты.

Если ППР выбирается в интервале [0,1], то всегда можно сказать, что монета 
симметрична. Отметим, что при этом нет необходимости собирать данные для 
выполнения любого типа статистического вывода. Разумеется, это примитив-
ный, бессмысленный и необъективный вариант выбора, поэтому вряд ли кто-
то согласится с таким вариантом определения ППР. Здесь он упомянут только 
для того, чтобы особо выделить тот факт, что определение ППР зависит от кон-
текста. Поэтому не существует какого-либо суперуниверсального правила, со-
ответствующего намерениям и предположениям каждого испытателя. Любые 
решения субъективны по своей природе, и наша цель – определить самые обо-
снованные (то есть принятые на основе наиболее полной информации) воз-
можные решения, соответствующие нашим целям.

	 Пространство практической равнозначности (ППР) – это произвольный интервал, ко­
торый выбирается на основе второстепенных, менее значимых знаний. При этом пред-
полагается, что любые значения в этом интервале могут считаться практически равно-
значными.
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Можно воспользоваться функцией plot_posterior для построения графика 
апостериорного распределения с указанием интервала ПАР и ППР. На графике 
ППР изображается как полупрозрачная утолщенная (зеленая) линия:
az.plot_posterior(trace, rope=[0.45, .55])

среднее значение = 0.3

ПАР 94 %

Рис. 2.3

Кроме того, можно использовать другой инструмент, помогающий принять 
решение, – сравнение апостериорного распределения с эталонным значением. 
Для этого также используется функция plot_posterior. На рис. 2.4 можно видеть 
вертикальную (оранжевую) линию и пропорциональное соотношение апосте-
риорного распределения, расположенного соответственно выше и ниже задан-
ного эталонного значения:
az.plot_posterior(trace, ref_val=0.5)

среднее значение = 0.3

ПАР 94 %

Рис. 2.4
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Более подробно об использовании ППР можно прочитать в главе 12 книги 
«Doing Bayesian Data Analysis» Джона Крушке. В этой главе также рассматри-
ваются методы выполнения проверки гипотез в рабочей среде байесовского 
анализа, а также тонкости процесса проверки гипотез независимо от того, вы-
полняются ли они в байесовской или небайесовской среде.

Функции потерь
Если приведенные выше правила применения ППР показались вам не слиш-
ком убедительными и требуются более формализованные условия, то следует 
обратить внимание на функции потерь. Для принятия правильного решения 
важно иметь наивысший возможный уровень точности оцениваемого значе-
ния самых важных параметров, но не менее важно учитывать цену издержек 
при совершении ошибки. Компромисс между издержками и выгодами может 
быть математически формализован при помощи функций потерь. В различ-
ных областях деятельности функции потерь могут называться по-разному: 
функции стоимости, целевые функции, функции соответствия, функции по-
лезности и т. п. Независимо от имени основная идея заключается в использо-
вании функции, которая определяет различие между истинным и оценивае-
мым значением параметра. Чем больше значение функции потерь, тем хуже 
полученная оценка (в соответствии со смыслом функции потерь). Некоторые 
примеры широко используемых функций потерь приведены ниже:

�� квадратичная функция потерь (θ – θ̂)2;
�� абсолютная функция потерь|θ – θ̂|;
�� 0-1-функция потерь I(θ ≠ θ̂), где I – индикаторная или характеристиче-

ская функция.
На практике обычно неизвестно истинное значение параметра θ. Вместо 

этого имеется его оценка в форме апостериорного распределения вероятно-
стей. Поэтому можно только лишь найти такое значение θ̂, которое минимизи-
рует ожидаемые потери. Говоря о функции ожидаемых потерь, мы подразуме-
ваем функцию потерь, усредненную по всему апостериорному распределению. 
В приведенном ниже фрагменте кода используются две функции потерь: аб-
солютная функция потерь lossf_a и квадратичная функция потерь lossf_b. Зна-
чение θ̂ исследуется на решетке из 200 точек. Затем формируются графики со-
ответствующих кривых, в которые включается значение θ̂, минимизирующее 
каждую функцию потерь:

grid = np.linspace(0, 1, 200)
θ_pos = trace['θ']
lossf_a = [np.mean(abs(i - θ_pos)) for i in grid]
lossf_b = [np.mean((i - θ_pos)**2) for i in grid]

for lossf, c in zip([lossf_a, lossf_b], ['C0', 'C1']):
    mini = np.argmin(lossf)
    plt.plot(grid, lossf, c)
    plt.plot(grid[mini], lossf[mini], 'o', color=c)
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    plt.annotate('{:.2f}'.format(grid[mini]),
                 (grid[mini], lossf[mini] + 0.03), color=c)
    plt.yticks([])
    plt.xlabel(r'$\hat \theta$')

Рис. 2.5

На этом графике можно видеть определенную степень схожести результа-
та для функции lossf_a θ̂ = 0.31 и для функции lossf_b θ̂ = 0.33. Этот результат 
интересен тем, что первое значение равно срединному значению (медиане) 
апостериорного распределения, а второе значение равно среднему значению 
апостериорного распределения. Вы можете проверить это самостоятельно, вы-
числив  np.mean(θ_pos), np.median(θ_pos). Очевидно, что это не формальное до-
казательство, но здесь самым важным является то, что различные функции 
потерь связаны с различными точечными оценками.

Но если необходимо формальное доказательство и  требуется вычисление 
единственной точечной оценки, то мы обязательно должны решить, какая 
именно функция потерь нам нужна, или, с другой стороны, если мы выбираем 
конкретную точечную оценку, то неявно (или, возможно, даже бессознательно) 
принимаем решение о выборе функции потерь. Преимущество явного выбора 
функции потерь состоит в том, что мы получаем возможность адаптировать 
эту функцию для нашей задачи, а не использовать какое-то предопределен-
ное правило, которое может не вполне соответствовать нашему конкретному 
случаю. Например, при решении многих задач стоимость принятия решения 
асимметрична, то есть неодинаковы решения по безопасному или вызыва-
ющему опасения применению некоторой вакцины для детей младше пяти 
лет – здесь чрезвычайно важен выбор правильного решения. Неправильное 
решение может стоить тысяч жизней и привести к критической ситуации, ко-
торой можно было бы избежать, применяя доступную и безопасную вакцину. 
Таким образом, если задача требует, то можно сформировать асимметричную 
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функцию потерь. Кроме того, важно отметить, что поскольку апостериорное 
распределение представлено в  форме числовых выборок, можно вычислять 
сложные функции потерь, для которых не требуются ограничения, связанные 
с  математическими преимуществами (удобством применения) или с  явной 
простотой.

Ниже приведен простейший пример применения такого подхода:
lossf = []
for i in grid:
    if i < 0.5:
        f = np.mean(np.pi * θ_pos / np.abs(i - θ_pos))
    else:
        f = np.mean(1 / (i - θ_pos))
    lossf.append(f)

mini = np.argmin(lossf)
plt.plot(grid, lossf)
plt.plot(grid[mini], lossf[mini], 'o')
plt.annotate('{:.2f}'.format(grid[mini]),
             (grid[mini] + 0.01, lossf[mini] + 0.1))
plt.yticks([])
plt.xlabel(r'$\hat \theta$')

Рис. 2.6

Все сказанное выше предназначено для более правильного понимания сущ-
ности функций потерь. Существует ошибочное мнение о том, что при каждом 
случае использования точечной оценки люди мыслят исключительно в терми-
нах функций потерь. В действительности функции потерь не имеют слишком 
широкого распространения во многих областях науки, с которыми я более или 
менее знаком. Исследователи часто выбирают срединное значение (медиану) 
только потому, что она более устойчива к  промахам, чем среднее значение, 
или, наоборот, используют среднее значение только потому, что это более 
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простая и хорошо знакомая всем концепция, или просто потому, что считается 
очевидной истинность усредненных характеристик для некоторого процесса 
на некотором уровне, как, например, колебания молекул относительно друг 
друга или взаимодействие генов между собой и с окружающей средой.

В этом разделе было представлено чрезвычайно краткое и поверхностное 
введение в функции потерь. Для получения более подробной информации по 
этой теме рекомендуется более глубоко изучить теорию принятия решений, 
позволяющую формализовать процесс принятия решений.

Гауссова модель в подробном изложении
В предыдущих разделах были представлены основные положения байесовско-
го анализа при использовании бета-биномиальной модели, в основном из-за 
ее простоты. Другой весьма простой моделью является гауссова, или нормаль-
ная, модель. Гауссовы модели чрезвычайно привлекательны с математической 
точки зрения, потому что с ними легко работать. Например, известно, что со-
пряженное априорное распределение гауссова среднего значения представ-
ляет собой само гауссово распределение. Кроме того, существует множество 
явлений, которые можно успешно аппроксимировать с  помощью гауссовой 
модели. В частности, почти каждый раз при измерении какой-либо средней 
величины с использованием выборки достаточно большого размера эта сред-
няя величина будет распределяться в соответствии с гауссовой моделью. По
дробности о том, когда это истинно, когда это не является истиной и когда это 
более или менее истинно, точно определены в центральной предельной тео-
реме. Здесь вы можете прервать чтение и начать поиск информации об этой 
действительной центральной статистической концепции (неудачный калам-
бур, признаю).

Итак, мы говорили о  том, что многие явления в  действительности пред-
ставляют собой средние значения (распределения). Если следовать банальным 
шаблонам, то рост (и почти все прочие подобные физические характеристики 
человека) является результатом воздействия множества факторов природной 
среды и множества генетических факторов, следовательно, мы получаем до-
статочно точное гауссово распределение для роста взрослых людей. Точнее го-
воря, мы получаем объединение двух гауссовых распределений как результат 
совмещения распределений роста мужчин и женщин, но основная идея долж-
на быть понятна. В общем, с гауссовыми моделями легко работать, по своей 
природе они обладают множеством полезных характеристик, а многие статис
тические методы, с которыми вы, вероятно, уже знакомы, основаны на пред-
положениях о нормальности. Поэтому важно хорошо знать, как создаются эти 
модели, но не менее важно знать, как сделать менее строгими предположения 
о нормальности. Иногда это удивительно просто сделать в рабочей среде байе
совского анализа с  применением современных вычислительных инструмен-
тальных средств, таких как библиотека PyMC3.
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Гауссовы статистические выводы
Ядерный магнитный резонанс (ЯМР) – это мощная методика, используемая 
для изучения молекул и всех материальных вещей и существ, например людей 
или ферментов (поскольку все мы представляем собой набор молекул). ЯМР 
позволяет измерять различные типы наблюдаемых количественных явлений, 
которые связаны с ненаблюдаемыми и весьма интересными молекулярными 
свойствами. Одно из таких наблюдаемых явлений носит название химический 
сдвиг. Химический сдвиг можно наблюдать только в ядрах атомов определен-
ных типов.

Эти факты из области квантовой химии и подробности не существенны для 
темы нашего обсуждения, тем не менее название описанного выше явления 
необходимо объяснить. Слово «сдвиг» применено, потому что измеряется 
сдвиг (смещение) сигнала по отношению к исследуемому значению, а «хими-
ческим» этот сдвиг назван потому, что он некоторым образом связан с хими-
ческой средой исследуемых ядер. В настоящий момент нас интересует, можно 
ли измерить рост группы людей, среднее время возвращения домой, вес упа-
ковок с апельсинами или даже некоторую дискретную переменную, например 
такую, как количество половых партнеров геккона токи. Если потребуется ап-
проксимировать данное числовое значение как непрерывную переменную, то 
это тоже может иметь смысл для гекконов токи, слишком неразборчивых в свя-
зях. Я не этолог и не папарацци, поэтому не могу с уверенностью утверждать, 
что это удачная аппроксимация. Но всегда следует помнить о том, что нам не 
нужны данные, чтобы получить истинное гауссово распределение (или любое 
другое распределение в  рассматриваемом здесь случае): необходимо только 
лишь, чтобы гауссово распределение являлось приемлемой аппроксимаци-
ей для исследуемых данных. В рассматриваемом ниже примере используется 
48 значений химических сдвигов, которые можно загрузить в массив библио-
теки NumPy и построить график, используя для этого следующий код:
data = np.loadtxt('../data/chemical_shifts.csv')
az.plot_kde(data, rug=True)
plt.yticks([0], alpha=0)

График ЯОП (ядерной оценки плотности) для этого набора данных демон-
стрирует распределение, похожее на гауссово, за исключением двух точек дан-
ных, располагающихся далеко от среднего значения (рис. 2.7).

На некоторое время забудем об этих двух точках и предположим, что гауссо-
во распределение является правильным описанием исследуемых данных. Так 
как нам неизвестно среднее значение или стандартное отклонение, необхо-
димо определить априорные распределения для обеих характеристик. Таким 
образом, можно сформировать следующую допустимую модель:

μ  U(l, h); 
σ  |�(0, σσ|;	 (2.2) 
y  �(μ, σ).
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Рис. 2.7

Здесь μ вычисляется по равномерному распределению с нижней границей 
l и  верхней границей h. Значение σ определяется как полунормальное рас-
пределение со стандартным отклонением σσ. Полунормальное распределение 
похоже на обычное нормальное распределение, но ограничено только поло-
жительными значениями (включая ноль). Можно получить выборки из по-
лунормального распределения, выполняя сэмплинг из нормального распре-
деления, а  затем взять абсолютные величины от всех выбранных значений. 
Наконец, в этой модели данные y определяются нормальным распределением 
с параметрами μ и σ. На диаграмме Крашке это выглядит следующим образом:

равномерное полунормальное

нормальное

Рис. 2.8

Если неизвестны возможные значения параметров μ и σ, то можно назна-
чить априорные распределения, отображающие наше незнание. Одним из ва-
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риантов является установление границ равномерного распределения равными 
l = 40, h = 75, то есть диапазона, превышающего диапазон данных. Другой ва-
риант – возможность выбора диапазона на основе ранее полученных знаний. 
Может быть известно, что физически невозможны значения меньше 0 и боль-
ше 100 для этого типа измерений. В этом случае можно назначить априорное 
распределение для среднего значения как равномерное распределение с па-
раметрами l = 0, h = 100. Для полунормального распределения можно устано-
вить σσ = 10, достаточно большое значение для исследуемых данных. Применяя 
библиотеку PyMC3, мы можем записать эту модель в виде следующего кода:
with pm.Model() as model_g:
    μ = pm.Uniform('μ', lower=40, upper=70)
    σ = pm.HalfNormal('σ', sd=10)
    y = pm.Normal('y', mu=μ, sd=σ, observed=data)
    trace_g = pm.sample(1000)
az.plot_trace(trace_g)

Рис. 2.9

Как вы могли заметить, на рис. 2.9, сгенерированном с помощью функции 
plot_trace из библиотеки ArviZ, для каждого параметра отведена отдельная 
строка. Для используемой модели апостериорное распределение двумерное, 
поэтому на рис. 2.9 показаны предельные распределения для каждого парамет
ра. Можно воспользоваться функцией plot_joint из библиотеки ArviZ, чтобы 
наглядно показать внешний вид двумерного апостериорного распределения 
совместно с предельными распределениями для параметров μ и σ:
az.plot_joint(trace_g, kind='kde', fill_last=False)

Если необходим доступ к значениям любого параметра, сохраненным в объ-
екте trace, то можно проиндексировать значения трассировки с  помощью 
имени рассматриваемого параметра. Результатом этой операции является 
массив NumPy. Попробуйте самостоятельно получить результаты trace_g['σ'] 
или az.plot_kde(trace_g['σ']). Кстати, при использовании Jupyter Notebook/Lab 
такие символы, как σ, можно получить, записав \sigma в панели кода с последу-
ющим нажатием клавиши Tab.
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Рис. 2.10

Теперь выведем обобщенную сводку трассировки для дальнейшего исполь-
зования:
az.summary(trace_g)

Таблица 2.2

Среднее 	
значение 
(mean)

Стандартное 	
распределение 
(sd)

mc_error ПАР 
(hpd) 3 %

ПАР (hpd) 
97 %

eff_n r_hat

μ 53.49 0.50 0.00 52.5 54.39 2081.0 1.0
σ 3.54 0.38 0.01 2.8 4.22 1823.0 1.0

После вычисления апостериорного распределения можно использовать эти 
результаты для имитационных данных и для проверки согласованности (связ-
ности) имитационных данных с  наблюдаемыми данными. Как вы помните, 
в главе 1 данный тип сравнений был назван в обобщенном смысле проверками 
прогнозируемого апостериорного распределения, потому что мы используем 
апостериорное распределение для прогнозов, а эти прогнозы, в свою очередь, 
используются для проверки модели. С помощью библиотеки PyMC3 действи-
тельно легко получить выборки прогнозируемого апостериорного распределе-
ния, если воспользоваться функцией  sample_posterior_predictive. Приведенный 
ниже фрагмент кода генерирует 100 прогнозов из апостериорного распределе-
ния, при этом каждая выборка имеет тот же размер, что и набор исследуемых 
данных. Отметим, что необходимо передать объект trace и модель в функцию 
sample_posterior_predictive, тогда как другие аргументы не являются обязатель-
ными:
y_pred_g = pm.sample_posterior_predictive(trace_g, 100, model_g)



72    Вероятностное программирование

Переменная y_pred_g – это словарь, в котором ключи keys представлены име-
нем наблюдаемой переменной в нашей модели, а значения values – это массив 
вида (samples, size), в нашем примере – (100, len(data)). Словарь используется 
потому, что исследуемые модели могут содержать более одной наблюдаемой 
переменной. Также можно воспользоваться функцией plot_ppc для визуально-
го представления проверки прогнозируемого апостериорного распределения:
data_ppc = az.from_pymc3(trace=trace_g, posterior_predictive=y_pred_g)
ax = az.plot_ppc(data_ppc, figsize=(12, 6), mean=False)
ax[0].legend(fontsize=15)

Наблюдаемое  
распределение y

Прогнозируемое 
апостериорное 
распределение y

Рис. 2.11

На рис. 2.11 одна (черная) линия представляет ядерную оценку плотности 
(ЯОП), а  множественные полупрозрачные (зеленовато-голубые) линии – это 
ЯОП, вычисленные для каждой из 100 выборок прогнозируемого апостери-
орного распределения. Эти полупрозрачные линии отображают неопреде-
ленность информации о  статистически выведенном распределении прогно-
зируемых данных. Иногда при слишком малом количестве точек данных на 
подобном графике прогнозируемые кривые могут выглядеть как неприче-
санная копна волос или веревочная швабра. Причина в том, как реализовано 
вычисление ЯОП в библиотеке ArviZ. Плотность оценивается в реальном диа-
пазоне данных, передаваемых в функцию kde, тогда как вне этого диапазона 
плотность полагается равной нулю. Существует мнение, что это ошибка, я же 
предпочитаю считать это полезным свойством, поскольку оно отображает ре-
альную характеристику данных, а не сглаживает их сверх меры.

На рис.  2.11 можно видеть, что среднее значение имитационных данных 
слегка смещено вправо. Наблюдаемая дисперсия выглядит несколько большей 
для имитационных данных по сравнению с реальными данными. Это прямое 
следствие двух наблюдений, которые отделены от основной массы данных. 
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Можно ли воспользоваться этим графиком для того, чтобы с уверенностью ска-
зать, что модель некорректна и требует изменения? Как всегда, интерпретация 
модели и ее оценка зависят от контекста. На основе личного опыта измерений 
подобного типа и способов обычного использования подобных данных я могу 
утверждать, что рассматриваемая здесь модель представляет собой достаточ-
но разумное представление данных и  пригодна для большинства вариантов 
выполняемого мною анализа. Тем не менее в следующем разделе мы рассмот
рим, как можно усовершенствовать model_g и получить прогнозы, более точно 
совпадающие с реальными данными.

Надежные статистические выводы
Одним из недостатков, присущих модели model_g, представленной в предыду-
щем разделе, является предварительное предположение о  нормальном рас-
пределении, хотя в  конце распределения имеются две точки данных, из-за 
которых такое предположение выглядит слегка натянутым, не совсем коррект-
ным. Поскольку концевые части графика нормального распределения быстро 
снижаются по мере удаления от среднего значения, для нормального распре-
деления (по крайней мере, с точки зрения человека) эти две точки выглядят 
неожиданным событием, а  ответная реакция на их появление – увеличение 
стандартного отклонения. Можно считать, что эти точки имеют избыточный 
вес при определении параметров нормального распределения. Какие меры 
могут исправить ситуацию?

Первый вариант – объявить такие точки промахами и исключить их из на-
бора данных. Для удаления этих точек имеется разумное обоснование – воз-
можно, причиной является некорректная работа (или сбой) оборудования или 
ошибка человека при измерениях. Иногда можно даже исправить эти точки 
данных, например если точно известно, что это всего лишь результат написа-
ния неэффективного кода для очистки данных. Во многих случаях также может 
потребоваться автоматизация процесса исключения промахов с использова-
нием одного из многочисленных правил обработки промахов. Ниже приведе-
ны два таких правила:

�� любая точка данных, расположенная в  1.5 (и более) раза ниже самого 
нижнего квартиля в диапазоне интерквартилей или в 1.5 (и более) раза 
выше самого верхнего квартиля в диапазоне интерквартилей, считается 
промахом;

�� любая точка данных, расположенная в два раза ниже или выше стандарт-
ного отклонения для исследуемых данных, считается промахом и  ис-
ключается из набора данных.

Вместо использования одного из этих правил исключения промахов при ра-
боте с данными можно изменить модель, как показано в следующем разделе.

Распределение Стьюдента
В качестве обобщенного правила в байесовском анализе предпочтение отда-
ется кодированию предварительных предположений напрямую в модель с ис-
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пользованием априорных распределений вероятностей и правдоподобий, а не 
применению специализированных для конкретных ситуаций эвристик, таких 
как правила исключения промахов.

Одним весьма полезным вариантом для обработки промахов при исполь-
зовании гауссовых распределений является замена гауссова правдоподобия 
на распределение Стьюдента или t-распределение. Распределение Стьюдента 
имеет три параметра: среднее значение, коэффициент масштаба (аналогичен 
стандартному отклонению) и число степеней свободы, которое обычно обозна-
чается греческой буквой ν и может изменяться в интервале [0, ¥]. В соответ-
ствии с терминологией Крушке будем называть ν параметром нормальности 
(normality parameter), так как он действительно управляет степенью нормаль-
ности распределения Стьюдента. При значении ν = 1 мы получаем распреде-
ление с медленно убывающими (или широкими) хвостами, также известными 
как распределение Коши или распределение Лоренца. Последнее название 
особенно широко распространено в  среде физиков. Выражение «медленно 
убывающие (или широкие) хвосты» подразумевает, что вероятность обнару-
жения значений в более удаленных от среднего значения областях выше, чем 
в гауссовом распределении. Другими словами, значения не так плотно скон-
центрированы в области, близкой к среднему значению, как в распределениях 
с быстро убывающими или узкими хвостами, подобных гауссову распределе-
нию. Например, 95 % значений из распределения Коши расположены между 
–12.7 и 12.7. Для сравнения: в гауссовом распределении (со стандартным от-
клонением, равным единице) 95 % значений находятся в интервале от –1.96 до 
1.96.  На другой границе пространства параметров, где ν приближается к бес-
конечности, мы снова возвращаемся к гауссову распределению (поскольку не-
возможно быть более нормальным, чем нормальное распределение). Чрезвы-
чайно любопытной особенностью распределения Стьюдента является тот факт, 
что при ν  1 не определено среднее значение. Разумеется, на практике любая 
конечная выборка из распределения Стьюдента представляет собой обычный 
набор чисел, по которым всегда возможно вычислить эмпирическое среднее 
значение. Может ли в теоретическом распределении отсутствовать явно опре-
деленное среднее значение? Это можно понимать следующим образом: хво-
сты такого распределения настолько широки (убывают настолько медленно), 
что в любой момент может случиться так, что мы получим значение выборки 
практически из любой точки реальной линии, поэтому если сохранять полу-
чаемые числа, то никогда не удастся выполнить аппроксимацию по некоторо-
му фиксированному значению. Вместо этого оценка будет непрерывно коле-
баться в окрестности данного значения. Попробуйте выполнить приведенный 
ниже код несколько раз (а затем изменить значение df на большее число, на-
пример 100):
np.mean(stats.t(loc=0, scale=1, df=1).rvs(100))

Аналогичным образом дисперсия этого распределения определяется только 
для значений ν > 2. Поэтому внимательно следите за тем, чтобы коэффициент 
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масштаба распределения Стьюдента не был равен стандартному отклонению. 
Для ν > 2 распределение не имеет явно определенной дисперсии, следователь-
но, не имеет определенного стандартного отклонения. Коэффициент масшта-
ба и  стандартное отклонение приближаются друг к другу, когда ν стремится 
к бесконечности:
plt.figure(figsize=(10, 6))
x_values = np.linspace(-10, 10, 500)
for df in [1, 2, 30]:
    distri = stats.t(df)
    x_pdf = distri.pdf(x_values)
    plt.plot(x_values, x_pdf, label=fr'$\nu = {df}$', lw=3)

x_pdf = stats.norm.pdf(x_values)
plt.plot(x_values, x_pdf, 'k--', label=r'$\nu = \infty$')
plt.xlabel('x')
plt.yticks([])
plt.legend()
plt.xlim(-5, 5)

Рис. 2.12

Изменим модель, которая рассматривалась в предыдущих разделах, заме-
нив гауссово распределение на распределение Стьюдента (t-распределение):

μ  U(l, h); 
σ  |�(0, σσ|;	 (2.3) 
ν  Exp(λ); 
y  �(μ, σ, ν).
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Так как распределение Стьюдента имеет на один параметр (ν) больше, чем 
гауссово распределение, необходимо определить еще одно априорное распре-
деление вероятностей. Определим ν как экспоненциальное распределение со 
средним значением 30. На рис. 2.12 можно видеть, что t-распределение Стью-
дента с ν = 30 выглядит почти похожим на гауссово распределение (хотя не 
является таковым). В действительности на этой же схеме можно видеть, что 
большинство действий происходит при относительно малых значениях ν. Сле-
довательно, можно утверждать, что экспоненциальное априорное распреде-
ление со средним значением 30 является низкоинформативным априорным 
распределением, сообщающим модели, что мы более или менее уверены в том, 
что значение ν должно приблизительно равняться 30, но при этом с легкостью 
может принимать немного меньшие или немного большие значения. Во мно-
гих задачах оценка ν не является прямым объектом интереса. Созданную мо-
дель можно представить следующей графической схемой:

экспоненциальное 
распределение

полунормальное  
распределение

равномерное  
распределение

t-распределение

Рис. 2.13

Как обычно, библиотека PyMC3 позволяет записать (или переписать) мо
дели всего лишь несколькими строками исходного кода. Здесь особого внима-
ния требует тот факт, что экспоненциальная зависимость в библиотеке PyMC3 
параметризуется как противоположность (обратная величина) среднему зна-
чению:
with pm.Model() as model_t:
    μ = pm.Uniform('μ', 40, 75)
    σ = pm.HalfNormal('σ', sd=10)
    ν = pm.Exponential('ν', 1/30)
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    y = pm.StudentT('y', mu=μ, sd=σ, nu=ν, observed=data)
    trace_t = pm.sample(1000)
az.plot_trace(trace_t)

Рис. 2.14

Сравним трассировку для модели model_g (рис. 2.9) с трассировкой для модели 
model_t (рис. 2.14). Далее выведем итоговый отчет по модели model_t и сравним 
его с  итоговым отчетом по модели model_g. Прежде чем продолжить чтение, 
задержитесь на минуту и попробуйте найти различия между этими результа-
тами. Возможно, вы заметите кое-что интересное.
az.summary(trace_t)

Таблица 2.3

Среднее 	
значение 
(mean)

Стандартное 	
распределение 
(sd)

mc_error ПАР 
(hpd) 3 %

ПАР (hpd) 
97 %

eff_n r_hat

μ 53.00 0.39 0.01 52.28 53.76 1254.0 1.0
σ 2.20 0.39 0.01 1.47 2.94 1008.0 1.0
ν 4.51 3.35 0.11 1.10 9.27 898.0 1.0

Оценка μ в обеих моделях почти одинакова, значения различаются на  0.5. 
Оценка σ изменяется от  3.5 до  2.1. Это следствие того, что t-распределение 
Стьюдента присваивает меньший вес (то есть подвержено меньшему воздей-
ствию) значениям, удаленным от среднего значения. Также можно видеть, что 
ν  4.5, то есть мы получили не очень похожее на гауссово распределение, отли-
чающееся от него более медленно убывающими (более широкими) хвостами.






